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Yiiksek Lisans Tezi

OZET

METIN MADENCILiIGIi YONTEMLERI iLE YAZAR TANIMA: DiVAN EDEBiYATI
ORNEGI
Ali Osman BILGIN

Karadeniz Teknik Universitesi
Fen Bilimleri Enstitiisii
Istatistik ve Bilgisayar Bilimleri Anabilim Dali
Damgman: Dr. Ogr. Uyesi Dr. Tolga BERBER
2018, 67 Sayfa, 4 Ek Sayfa

Ozellikle 21. yy’m basindan itibaren bilisim teknolojilerinin artan hizda gelismesi ve
giindelik hayatin neredeyse her asamasina entegre olmasi ile bir¢ok alanda biiyiik miktarda
veri toplanmaya baslanmistir. Bu verilerin sistematik bir sekilde depolanmasi, hizli bir
sekilde yonetilmesi ve kolaylikla analiz edilebilmesi i¢in veri tabani yonetim sistemleri
kullanilmaktadir. Bilisim diinyasindaki bilgilerin biiyiik ¢ogunlugu diiz metin, e-posta,
resim, ses ve video dosyalar1 gibi sistematik olmayan verilerdir. Geleneksel istatistiki
yontemler ile analiz edilemeyen bu verilerden anlamli bilgiler ¢ikarabilmek icin veri
madenciligi, metin madenciligi, duygu analizi, goriintii ve ses isleme gibi yontemler
kullanilmaktadir. Bu ¢alismada incelenen veriler de metin formatinda oldugundan metin
madenciligi yontemleri kullanilmistir. Metin madenciliginin temel hedefleri metinlerin
konularma gore ayristirilmasi, 6zetinin ¢ikarilmasi, basliklarinin eklenmesi ve yazarlarinin
belirlenmesidir. Bu ¢aligma ile 25 divan edebiyati sairine ait eserlerin yazarlarni belirleyen
bir sistem gelistirilmigtir. Metin madenciliginin metin smiflandrma algoritmalarindan
yararlanilarak sozciiklerin analiz edilmesine dayanan bu sistemde her bir parametrenin olas1
degerleri i¢in 20 farkli model kurulmustur. Her modelin tek tek karsilastirilmasi neticesinde
%91,45’likk dogruluk ve %90,23’liik f-degerine ulasilmistir. Boyle bir ¢alismanin uzun
vadede yazari bilinmeyen eserlerin sahiplerinin tespitine dair tahminleri destekleyebilecegi

diisiiniilmektedir.

Anahtar Kelimeler: Metin Madenciligi, Metin Smiflandirma, Yazar Tanima
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Master Thesis

SUMMARY

AUTHORSHIP RECOGNITION WITH TEXT MINING METHODS: THE EXAMPLE
OF DIVAN LITERATURE
Ali Osman BILGIN

Karadeniz Technical University
The Graduate School of Natural and Applied Sciences
Statistical and Computer Science Graduate Program
Supervisor: Asst. Prof. Dr. Tolga BERBER
2018, 67 Pages, 4 Pages Appendix

Especially since the beginning of the 21st century, with the increasing speed of
information technology and integration into almost every phase of everyday life, a large
amount of data has been collected in many areas. Database management systems are used to
store such data in order to utilize them systematically, manage them quickly, and analyze
them easily. The vast majority of data in the information world is non-systematic, such as
pictures and audio files, text files in pdf, word and txt. formats, e-mails, and log files kept
on web pages. Methods such as data mining, text mining, sentiment analysis, image and
sound processing are used to extract significant information from these data, which cannot
be analyzed by traditional statistical methods. For this study text mining methods have been
used since the data analyzed in this study are in text format. The main target of text mining
is to separate the texts according to their subjects in order to summarize them, to add their
titles and to determine their authors. In this study, a system has been developed to determine
the authors of 25 poetry works belonging to Divan Literature. In this system, which is based
on analyzing the words by using the text classification algorithms of text mining, 20 different
models have been established for the possible values of each parameter. As a result of our
individual comparisons of each model, 91.26% accuracy and 90.23% f-value ratings were
achieved. Such this study is thought to be able to support estimates of the identification of

authors of unknown works in the long term.

Key Words: Text Mining, Text Classification, Authorship Recognition
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1. GENEL BILGILER

1.1. Giris

Tarih Oncesi ¢aglarda kayalara islenen figiirlerle baslayip matbaanin icadi ile kagit
tizerinde biiylik sayilara ulasan veriler, glinimiizde akla gelen her alanda dijital ortamda
kayit altma alinmaktadir. Teknolojik alt yapinin ilerlemesi ile inanilmaz biiyiikliiklere ulagan
veriler, veri tabanlarinda sistematik bir sekilde tutulabildikleri gibi, resim, ses, video ve diiz
metin gibi yapisal olmayan sekillerde de bulunabilmektedir. Lnych’e gore dijital diinyadaki
verilerin %85-90’1 yapisal olmayan verilerden olusmaktadir [1]. Geleneksel istatistik
yontemlerle analiz edilemeyen bu verilerin analizi i¢in veri madenciligi, metin madenciligi,
duygu analizi, goriintii ve ses igsleme gibi yontemler kullanilmaktadir.

Bu tez caligmasi kapsaminda incelenecek olan metin madenciligi yontemleri ile
metinlerin konularina gore ayristirilmasi, 6zetinin ¢ikarilmasi, basliklarinin eklenmesi,
yazarlarmin belirlenmesi gibi konularda caligmalar gergeklestirilir [2]. S6z konusu
calismalar1 gergeklestirebilmek i¢in bilgi geri getirimi, bilgi ¢ikarimi, hece analizi, kelime
frekans dagilimi, oriintli tanima, veri madenciligi ve veri gorsellestirme gibi yontemler
kullanilir [3]. Bu c¢alisma kapsaminda, divan edebiyat1 siirleri i¢in metin madenciligi
yontemlerini kullanarak bir yazar tanima sistemi gelistirilmis ve basaris1 degerlendirilmistir.
Bu amagla, metin madenciligi yontemlerinin metin smiflandrma alaninda kullanilan

algoritmalarindan faydalanilmistr.

1.2. Tezin Konusu ve Onemi

Calisma kapsaminda, divan edebiyati1 eserleri i¢in metin madenciligi yontemleri
kullanilarak, sair tanima islemi gerceklestirilmistir. Baska bir ifade ile yazar1 bilinen eserler
kullanilarak bir model kurulup eserlerin yazarlarmin tahmin edilebilmesini saglayan
istatistiksel bir yaklasim gelistirilmistir.

Divan edebiyatmin bagindan sonuna kadar yiizlerce divan sairi yetismistir [4]. Sairler
ve eserleri tam olarak bilinememekle beraber bu eserlere dijital ortamda ulasmak oldukca
zahmetli ve zordur. Bu baglamda yapilan ¢aligmalar neticesinde farkli donemlerde ve
bolgelerde yasamis 25 divan sairinin eserlerine ulasilmis ve bu sairler i¢in bir yazar tanima

calismas1 gergeklestirilmistir. Sonug olarak, gerceklestirilen yazar tanima sistemi sadece bu



sairler i¢in basarili ¢ikt1 iretebilmektedir. Divan edebiyatindaki biitiin sairlere ait bir ¢ikarim
yapamamaktadir.

Divan siirleri Arapca, Farsga ve bugiin i¢in ¢ogunlugu eski Tiirk¢ce kelimeler
barindirdigindan metin madenciligi agisindan ¢alisilmasi oldukga zor bir konudur [5]. Clinkii
metin madenciligi ¢aligmalar1 incelenen metnin dil yapisma iliskin yontemler kullanir.
Dolayisiyla bu ¢alisma Tiirkge, Arapga ve Fars¢a sdz ve yapi kurallarinin hakim oldugu

Osmanl Tiirkgesi i¢in yapilmis olmasi ile dnceki ¢alismalardan farkl bir yere sahiptir.

1.3. Divan Siirleri

Divan edebiyati, Tiirklerin Miisliimanlig1 kabuliinden bir miiddet sonra baglayan ve
Tanzimat Donemi’ne (1860) kadar devam eden islam medeniyetinin etkisinde ortaya
konulan bir edebiyat tiiridiir. Bu donem Arap ve Fars edebiyatinin etkisi altinda gegmistir.
Tiirk sairlerinin hayal giicii ve yaraticilig1 ile Arap ve Fars edebiyatlarinin harmanlanmasi
neticesinde kendine 6zgii kurallari, gelenekleri ve anlayisi olan bir donem haline gelmistir.
Tiirk edebiyat1 Tanzimat donemine kadar “siir” temelli oldugundan divan edebiyatinin
onemli bir kismin1 divan siirleri olusturmaktadir. Bu nedenle divan edebiyat1 denildiginde
genellikle akla divan siirleri gelmektedir [6].

Divan siirinde genelde ask, sevgi, giizellik, ayrilik, hasret, aci, doga, tabiat ve 6zlem
gibi konular iglenmistir. Divan siirinde bi¢im igerige gore daha 6n plandadir. Ciinkii sairler
hiinerlerini bi¢imsel 6zellikleri dikkate alarak gosterirler. Bu sebeple divan edebiyatinda
sozciik se¢imi ¢cok onemlidir. Kafiyeye, aruz olgiisiine, edebi sanatlara uygun sozciikler
kullanmak esastir [6].

Divan edebiyatin1 lislup farklilagsmalarint g6z Onilinde bulundurarak baglica dort

doneme ayirmak miimkiindiir [4].

1.3.1. Kurulus Devri

Tiirkce kelimelerin daha ¢ok kullanildig1 ve iran edebiyati etkisinin yavas yavas

kendini hissettirdigi donemdir. Bu devir II. Mehmet donemine kadar (1451) devam eder [4].



1.3.2. Gegis Devri

Eserlerde kullanilan dilin Osmanlica 6zellikler gosterdigi ve sairlerin edebiyatta koklii

degisiklikler yaptiklar1 donemdir. 1512 yilinda Yavuz Sultan Selim donemine kadar siirer
[4].

1.3.3. Klasik Devir

Tiirk edebiyatinin Iran edebiyat1 etkisinden kismen de olsa kurtularak artik kendi ig
gelisimini tamamlayip 6zgiin eserlerini vermeye basladigi donemdir [6]. Yaklagik bir asir

siiren en ihtisamli donemdir. 1603 yilinda I. Ahmet doneminde son bulur [4].

1.3.4. Sebk-i Hindi Devri

17. ylizy1l baglarindan 19. ylizyilin ikinci yarisina kadar devam eden bu donemde bir
yandan klasik siir devam ederken 6te yandan Sebk-i Hindi (Hind usliibu) denilen bir akim
kendini gosterir. Hindistan’da Babiirlii Tiirk-Hind hiikiimdarlarinin saraylarinda geliserek
ortaya ¢ikmis bir tiir olan Sebk-1 Hindi’de asir1 siis ve sanata, fikri gizlemeye, uzayip giden

tamlamalara ve ince hayallere 6nem verilmistir [4].

1.4. Yazar Tanima

En iyi yazardan ilkokul mezunu bir insana kadar her insanin yazi yazarken sahsma
miinhasir bir kalemi vardir. Eserlerdeki bu farklilik paragrafin anlam biitiinliigii, climleler
aras1 gecisler, climlelerinin uzunlugu ve yapisi, kelimelerin uzunlugu ve farkliligi,
noktalama isaretleri, kullanilan baglaclar gibi 6zellikler ile kendini gosterir. Yazar tanima
yontemleri, bu ve benzer ozellikleri kullanarak yazari bilinmeyen ya da geligkili olan
dokiimanlarin yazarmm tespit edilmesi islemine verilen addir [7].

Eski zamanda yazilmis bir¢ok eserin yazari bilinemediginden literatiire anonim olarak
gecmistir. Yazar tanima yontemleriyle bu eserlerin yazarlari tespit edilebilecektir. Bunun
disinda ayn1 dokiiman iizerinde hak iddia eden birden fazla kisi icerisinde dokiimanin gergcek

yazarmm kim oldugunun tespiti, dokiimani yazdigmi kabul etmeyen kisinin tespiti,



akademik c¢aligmalarda intihal yapilip yapilmadiginin belirlenmesi yazar tanima
yontemleriyle gerceklestirilen baglica islemlerdir [8].

Siir bir edebi metin oldugundan sair tespitinde de yazar tanima islemindeki yontemler
kullanilir. Sair tanima isleminde, yazar tanima islemine ek olarak diiz yazilarda olmayan
uyak, kafiye, redif, aruz vezni, akrostis gibi sairlerin karakteristik 6zelliklerini barindiran

anlamli bilgiler de kullanilabilir.

1.4.1. Literatiirde Yapilmus Cahsmalar

Yazar tanima islemleri 1963 yilinda Mosteller ve Wallace’m yapmis oldugu dokiiman
simiflama yontemi ile baslamistir. Bu alan i¢in mihenk tasi olarak kabul edilen ¢caliymada
belirli konular i¢in 6zel sozliikler olusturularak otomatik indeksleme gerceklestirilmistir [9].
Modelleme i¢in Naive Bayes (NA) yontemi kullanilmistir. Yazar tanima alanindaki bir diger
onemli calisma, 2000 yilinda Stamatatos ve arkadaslari tarafindan Yunan dili icin
gerceklestirilmistir. Toplam 10 yazarm 20’ser makalesi alinarak gergeklestirilen caligmada
eserlere sozliik, karakter, sdzdizimsel ve anlamsal acidan bakilmigtir. Bunun i¢in ciimle
sayis1, kelime sayisi, noktalama isaretlerinin sayisi, tamlama ve tamlamadaki kelime sayis1
gibi toplam 22 6zellik ¢ikarilarak 6zellik vektorii olusturulmustur. Ozellik vektorii, Coklu
Dogrusal Regresyon (CDR) ve Diskriminant Analizi (DA) yontemleri ile analiz edilerek
istatistiksel modeller olusturulmus ve %69’lik basartya ulasilmistir [7].

Stamatatos ve arkadaslarmin ¢alismasindan sonra yazar tanima ile ilgili bir¢ok farkli
dilde sayisiz calisma gergeklestirilmistir. Divan Edebiyati Osmanlica, Arapga, Fars¢a ve
Tiirkce sozcilikler icerdiginden sonraki literatiir taramalar1 s6z konusu diller icin
gerceklestirilmistir.

I1k olarak Osmanl Tiirkgesi i¢in literatiir taranmis olup yalnizca Can ve arkadaslarmin
2011 yilinda gergeklestirdigi ¢aligmaya ulasilmistir [10]. Bu ¢alisma ile Osmanl Tiirkgesi
ile yazilmis divan edebiyat1 eserlerinde metin siniflandirma yontemlerinin basarili olup
olmayacagi arastirilmig, basarili olmasi durumunda diger c¢aligmalara 1s1ik tutacagi
diistiniilmiistiir. Bu sebeple yazar ve eser sayis1 az tutularak 15.yy’dan 19.yy’a kadar her bir
asir icin 2 eser olmak {iizere toplam 10 farkli divan metni incelenmistir. Destek Vektor
Makinesi (DVM, Support Vektor Machine) ve NB yontemleri ile siniflandirma islemi
gerceklestirilmis ve %92,80’lik basar1 oranma ulagilmistir. Caligmada herhangi bir

govdeleme yontemi kullanilmamistir. Simiflandirma islemi sik kullanilan kelimeler, kelime



gruplar1 ve kelimelerin uzunluklarma bakilarak gergeklestirilmistir [10]. Sadece 10 dokiiman
ile DVM ve NB smiflandirma yontemlerini kullanip parametreye bagli tahmin yapan ¢caligma
bu tez ¢aligmasi i¢in 151k tutan niteliktedir.

Arapca i¢in ilk olarak 1987 yilinda Gheith ve El-Sadany tarafindan morfolojik
analizler gergeklestirilmistir [11]. Daha sonra 1989 yilinda Al-Fedaghi ve Al-Anzi
tarafindan Arapca kelimelerin koklerini bulan bir algoritma gelistirilmistir [12]. ilerleyen
siiregte Arap alfabesi ve Arap dilinde yazar tanima ve metin siiflama i¢in bircok c¢alisma
gerceklestirilmistir. Bunlar igerisinde Al-Falahi ve arkadaslarinin Arap siirlerinde makine
Ogrenimi ile yazar tanima ¢aligmasi konu itibariyle bu tez caligmasina benzer 6zellik tasidigt
icin ayr1 bir yere sahiptir. Kendi ¢caligmalarindan dnce Arap siirlerinde yazar tanima ile ilgili
herhangi bir calisma ya da arastirma olmadigindan bahsetmislerdir. Calismayr farkli
konularda rastgele segilen 73 siir ile NB ve DVM yontemlerini kullanarak %98,63 gibi
oldukca yiiksek bir basar1 orani ile gerceklestirmiglerdir. Basarilarinin yiiksek olmasimnin
nedeni siirleri yalnizca “meter” ve “rhyme” isminde iki gruba ayirmalaridir [13].

Farsca icin literatiirde bulunan ilk metin smiflandirma g¢aligmasi 2004 yilinda
Mazdak’n yiiksek lisans tezi ile olusturdugu “FarsiSum” isimli metin 6zetleme programi
olmustur [14]. Daha sonra 2006 yilinda Arabsorkhi ve Feili tarafindan NB yontemi ile Fars¢a
metin siniflayicist olusturulmustur [15]. Bu tarihten sonra Farsca i¢in ¢ok sayida metin
smiflandirma caligmasi gergeklestirilmis olsa da 2009 yilinda Hamidi ve arkadaglarinin
Farsca siirlerde DVM ile otomatik smiflama ¢aligmasi bu tez ¢aligmasiyla benzer konuya
sahip olmasindan 6tiirli 5nem tasimaktadir. Toplam 8 sair ve 12 farkli tiirden olusan 136 siir
icin yapilan smiflandirma sonucunda %91°lik basariya ulasilmistir [16].

Tiirk¢e i¢in metin siniflandirma ¢aligmalarma 2003 yilinda baslanmistir. Catal ve
arkadaglar1 n-gramlar1 kullanarak “NECL” isminde bilgisayar tabanli yazar tanima sistemi
gelistirmiglerdir [17]. Yine ayn1 yil Diri ve Amasyali, Tiirk¢e dokiimanlarin yazarimi ve
tiirlinii belirlemek i¢in 22 stil belirleyerek siniflandirma sistemi gerceklestirmistir. Yazarin
ciimle sayisi, kelime sayisi, bir ciimledeki ortalama kelime sayisi, kelime uzunlugu, farklh
kelimelerin sayisi, kelime zenginligi, bir ciimledeki ortalama isim, fiil, sifat, zarf, edat,
zamir, baglag, iinlem sayisi, noktalama isaretlerinin sayisi, eksik ciimle sayismin toplam
ciimle sayisma orani, devrik ciimle sayismin toplam climle sayisia orani stil olarak
belirlenmistir. Sekiz farkli yazarm her birine ait yirmi farkli makalesiyle olusturulan derlem

%84’ liik basariya ulagmistir [18].



Amasyalt ve Diri, 2006 yilindaki baska bir ¢aligmalarinda ise n-gram yontemini
kullanarak dokiimanin yazar, tiir ve yazarin cinsiyetini belirleyen daha kapsamli bir metin
smiflandirma ¢alismasi gerceklestirmislerdir. NB, DVM, C4.5 ve Rastgele Orman (RO)
smiflandirma algoritmalarini kullanarak yazar tanimada %383, tiir belirlemede %93, cinsiyet
belirlemede %96°lik basar1 elde etmislerdir [19]. Ayn1 y1l Tiirkoglu yapmis oldugu yiiksek
lisans calismasinda melez yaklagimlarla yazar tanima islemini gergeklestirmistir.
Dokiimanlarin istatistiksel, dil bilgisel ve kelime zenginligine dayali 6zellik vektorleri
kullanilarak Tiirk¢e dokiimanlar icin ilk defa islevsel kelimelerin frekanslar1 ¢ikarilmistir.
18 yazara ait 35 farkli dokiiman kullanilarak NB, DVM, RO, K-En Yakin Komsu (KEK),
Cok Katmanli Algilayict (CKA, Multiple Layer Perceptron) ve Oz Diizenleyici Ozellik
Haritas1 (OOH) yontemleri kullanilmis olup %89,2 ile CKA ydnteminde en basarili sonuca
ulagilmistir [20].

Oriicii, 2009 yilindaki calismastyla 234.067 eser kullanarak biiyiik 6lcekli bir Tiirkce
kiilliyat olusturarak Tiirk diline ait karakteristikleri kesfeden bir uygulama gelistirmistir.
Daha sonra bu uygulamay1 kullanarak bir¢ok kelime ve harf bazli analiz ile 16 yazara ait
toplam 33.666 eser icin yazar tanima islemi gergeklestirilmis ve %87’lik basariya
ulagilmigtir. Bu caligma kullandigi eser sayis1 bakimindan en biiyiik capl Tiirk¢ce metin
smiflayicisi olmustur [21].

Varol 2011 yilindaki ¢alismasiyla Tiirk¢e dokiimanlardaki ilk sair tanima ¢alismasini
gerceklestirmistir. Sair tanimadaki zorluklardan ve vyazar tanima ile arasindaki
farklilagmalardan bahsetmistir. Ayrica eski dille yazilmig siirlerin tamamen ayri1 bir
calismay1 gerektireceginden Otiirii calismasinda Osmanh Tiirkgesi siirler yerine giiniimiiz
Tiirkcesiyle yazilmis siirlere yer vermistir. Calismada her bir sairden 30 siir olmak iizere
toplam 210 eser incelenmistir. Kelimelerin dilbilgisi 6zellikleri, karakter n-gramlar1 gibi bazi
ozellik vektorleri ve “Ng-ind” isminde bir siiflandirma yontemi ile %71°lik bagar1 oranina
ulagilmistir [5].

Yasdi ve Diri, ¢alismalarinda (2012) kelime kokleri ve 2°1i n-gram ile 6zellik vektorii
olusturup Soyut Ozellik Cikarimi (SOC) yontemi ile analiz etmislerdir. Elde edilen sonuglar1
Temel Bilesen Analizi (TBA), Korelasyon Tabanli Ozellik Segici (KTOS, Correlation Based
Feature Selection) ve ki-kare gibi yontemler ile karsilastirarak SOC ydnteminin basarisini
test etmislerdir. Sonug olarak SOC yontemi ile Ingilizce ve Tiirkce veri setleri icin basarili
sonuclar elde edilmis ve bu yontemin dilden bagimsiz bir sekilde basarili sonuglar verdigini

gostermislerdir [22]. Daha sonra Kolyigit ve arkadaslar1 5 yazara ait toplam 350 eserden



olusan bir derlem hazirlayarak KEK yontemini kullanip Tiirk¢e dokiimanlar i¢in yazar
tanima sistemi gelistirmis ve %77 oraninda basar1 elde etmislerdir [23].

Levent ve Diri (2014)’de yapay sinir aglar1 (YSA) yontemi ile yazar tanima i¢in bir
sistem gelistirmislerdir. Sistemi {i¢ farkli veri seti ile test etmislerdir. Ilk olarak 16 farkli
yazarin 50°ser gazete makalesi, ikinci olarak 10 kadm ve 10 erkek yazardan olusan toplam
400 makale, son olarak ayni kategorideki 16 yazarm her birine ait 40 dokiiman veri seti
olarak belirlenmistir. Ik veri setinde %73, ikinci veri setinde %75, son veri setinde ise
%83’liik bagariya ulagilmistir [24].

Yazar tanima konusundaki 6nemli ¢aligmalardan biri de 2017 yilinda Kuzu tarafindan
gerceklestirilmistir. Kuzu g¢alismasinda g¢evrimigi sosyal platformlarda Latent Semantik
Analiz (LSA), TBA, Bagimsiz Bilesen Analizi (BBA) yontemlerini kullanarak yazar tanima
islemi gergeklestirmistir. Bu ¢alisma LSA ydnteminin ilk defa Tiirk¢e yazar tanima alaninda
kullanilmasindan 6tiirii literatiir icerisinde dnem teskil etmektedir. Tiirk¢e disinda Ingilizce
ve Portekizce verilerle de test edilerek kullanilan yontemlerin dilden bagimsizligi test
edilmistir. Sonug olarak iki farkli sosyal platform kullanilmis olup ilkinde %98.5 ikincisinde
%87.9’luk bir basar1 elde edilmistir. Portekizce verilerde %81.2, Ingilizce verilerde ise

%83.3’liik bir basar1 oranina ulagilmistir [25].

1.5. On islemler

1.5.1. Dokiimanlarin Toplanmasi ve Standartlastirnimasi

Dokiimanlarin toplanmasi ve standartlastirilmast kurulacak modelin basarisini
etkileyen ilk ve en 6nemli agsamadir. Clinkii veri seti ne kadar kaliteli ve diizgiin olursa, analiz
sonuclar1 da o kadar kaliteli ve bagarili olur. Veri setinin eksik, yetersiz, diizeltiimemis
oldugu durumlarda hangi analiz yontemi uygulanirsa uygulansin modelin basarisi diisiik ve
yanli olacaktir [26].

Arastirilan konuya ait dokiimanlar pdf, txt, doc, xml, html gibi farkli dosya uzantilarina
sahip olabilmektedir. ik olarak bu dokiimanlarin hepsinin tek ve ortak bir formata ¢evrilmesi
gerekmektedir. Bu islem dosya sayis1 az ise manuel olarak yapilabilirken dosya sayismin

fazla oldugu durumlarda ¢esitli otomasyonlar araciligiyla gergeklestirilir.



Dokiimanlar ortak bir formata donistiiriildiikten sonra gereksiz karakterlerin
¢ikartilmas1 gerekmektedir. Ozellikle web formatindan derlenen verilerdeki Genisletilebilir
Isaretleme Dili (XML) ve Hiper Metin Isaret Dili (HTML) etiketleri armdirilir. Verilerin,
metin madenciligi yontemleri ile analiz edilebilmesi i¢in veri setindeki rakamlar, noktalama
isaretleri ve yabanci dilden gelen karakterler ¢ikarilarak verilerin sadece harflerden olugmasi
saglanir. Ancak bazi istisnai durumlarda rakam, nokta, virgiil gibi karakterler veri seti i¢in
onem teskil ettiginden tutulabilir.

Bir sonraki adimda biiytik, kiiciik harf farkliligindan kaynaklanabilecek problemlerden
oOtiirli biitiin harfler biiyliltme ya da kiigiiltme iglemine tabi tutularak ortak bir standarda
kavusturulur.

Standartlastirma isleminin son adiminda dokiimanlar parcalarina ayrilmaktadir.
Bir¢cok calismada amag, kelimeleri bulmak ve kelimeler {izerinden analiz gerceklestirmek
oldugu i¢cin dokiimanlar kelimelerine kadar pargalarna ayristirilir [3]. Ancak bazi
durumlarda hecelerin ya da harflerin birbirleri ile kullanim sikliklarina bakmak i¢in karakter
analizleri gerceklestirilmektedir. Bu durumda dokiimanlar hecelerine ya da gerek goriildiigii

takdirde karakterlerine kadar ayristirilir.

1.5.2. ' Yazim Hatalariin Tespiti ve Diizeltilmesi

Yazim hatalarmin tespiti (YHT) ve diizeltilmesi olusturulacak modelin yanlis
Ogrenimini azaltip basar1 oranimni yiikselten onemli bir asamadir. YHT uzman kisiler
tarafindan tek tek incelenerek yapilabildigi gibi bazi istatistiksel yontemlerle de yapilabilir.
Bu yontemler genel olarak skor degerli ve sozliik tabanli olmak {izere iki gruba
ayrilmaktadir.

Skor degerli yontemler kelimelerin birbirleri ile c¢esitli algoritmalar araciligi ile
karsilagtirilarak puan verilmesine dayanan yontemlerdir. Bu yontemlerden ilki ve en fazla
kullanilan1 1965 yilinda Levenshtein tarafindan bulunan algoritmadir [27]. Kelimeler uzun
oldugunda basarili sonuclar verirken kelime uzunluklar1 azaldiginda yontemin basar1 orant
diismektedir.

Sozliik tabanli yontemlerde ise kelimelerin her biri sozliikteki biitiin kelimeler ile
karsilastirilir ve sozliikteki higbir kelime ile eslesmemis ise yazim hatali olarak kabul edilir
ve skor degerli yontemler ya da uzman kisiler tarafindan dogru kelime ile diizeltilir.

Literatiirde en sik kullanilan sozliik tabanli yontemler Hunspell, Aspell, Ispell ve Myspell



yontemleridir [28]. Bu yOntemlerde sozliikkle karsilastirma gerceklestirildiginden veri
setinde kullanilan dilin yapis1 nem teskil etmektedir. Ik Tiirk¢e sozliik tabanli ydntem Akin
tarafindan Hunspell’in Tiirkgelestirilmesi ile “tr-spell” isminde gerceklestirilmistir. Ancak
Hunspell Macarca kdkenli oldugu i¢in ¢eviri araciligtyla yapilan bu uygulama ¢ok basarili
sonuclar vermemistir. Bu sebepten daha sonra Akin ve arkadaslar1 tarafindan Tiirkgede
kullanilmak iizere glinlimiizde de kullanilan Zemberek projesi gelistirilmis ve daha basarilt

sonuclara ulasilmistir [29].

1.5.3. Etkisiz Kelimelerin Cikarilmasi

Etkisiz kelimelerin ¢ikarilmasi (Stop word removal), veri seti icerisinde siklikla gecen
fakat dokiiman i¢in aywrt edici Ozelligi olmayan kelimelerin veri setinden ¢ikarilmasi
islemidir. Bu islem i¢in etkisiz kelime listesi olugturulur ve bu listede gecen kelimeler veri
setinden ¢ikarilir [30].

Etkisiz kelimelerinin ¢ikarilmasinin gerekliligi bu konudaki c¢aligmalarin ilk
giinlerinden beri bilinmektedir. Bu kelimelerin sisteme eklenmesiyle, gelistirilecek
yontemlerin bagarilarinin artacagi ongoriilmektedir. Ayrica etkisiz kelimelerin sistemden
cikarilmamasi sistemin egitim asamasinin yavaslamasia neden olmaktadir [30].

Etkisiz kelime listesi genellikle her uygulama i¢in 6zel hazirlanir. Bazi istisnai
durumlarda daha da ayrintiya girilip her bir dokiiman i¢in ayr1 bir sekilde hazirlandig1 da
olur. Ancak genellikle tek bir etkisiz kelime listesi olusturulup biitiin dokiimanlar i¢in
kullanilir. Etkisiz kelimeler, istatistiksel yontemlerle bulunabilmesine karsin genellikle
uzman kisiler tarafindan hazirlanmaktadir.

Bazi caligsmalarda kelime uzunlugu 6nceden belirlenen bir degerden kiiciik olan biitiin
kelimeler de etkisiz kelime olarak diisiiniilebilir. Genellikle iki ya da ii¢ karakter olarak
belirlenen bu deger 6zellikle “ve, de, da, ki, ile, ya da” gibi baglacglar1 modelden ¢ikarmak
icin tercih edilir [26].

1.5.4. Govdeleme

Govdeleme (stemming), kelimelerin anlamli en alt birimi olan koklerine kadar

indirgenmesine verilen isimdir. Bu sebepten literatiirde kok bulma seklinde de ifade
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edilmektedir. Bu alandaki ilk calismay1 1968 yilinda Ingilizce i¢in Lovins gergeklestirmistir
[31]. Lovins’in ¢aligmasi, bilim diinyasimda oldukga ilgi uyandirip yeni bir alan olan metin
madenciligi alaninin agilmasina oOnciilik etmistir. Lovins’in ¢aligmasindan sonra 1980
yilinda Porter kendi adini tagiyan algoritmasini yaymlayarak bu alandaki en basarili
calismalardan birisini gerceklestirmekle genis kitlelere ulasmistir [32]. Algoritma bazi
degisiklikleri ile beraber giiniimiizde bile en ¢ok kullanilan govdeleme yontemlerinden biri
olmustur.

Govdeleme yontemlerinin en zayif yonii her dilin farkl kurallar1 oldugu i¢in dile 6zel
farkliliklar gostermesidir. Tiirkge sondan eklemeli bir dil oldugu icin govdeleme islemi
acisindan oldukca zordur. Kelimeye gelen eklerden yapim ekleri kelimenin anlamini
degistirdiginden govdeleme sirasinda atilmamali, ¢ekim ekleri ise atilmalidir. Tiirk¢enin
yapisi geregi ayni ses degerine sahip ekin hem ¢ekim eki hem de yapim eki olabilmesi gibi
nedenlerden &tiiri basarili bir gdvdeleme algoritmasi yapmak oldukga zordur. Isim
cekiminde kullanilan “-de” hal ekinin kaliplasma yolu ile “gézde” kelimesini tiiretmesi
ornek olarak verilebilir.

Ingilizce ve Tiirkgedeki dil yapisinin zorluklarmi gdstermek igin Tablo 1°de “yapmak”

kelimesinin Tiirk¢e ve Ingilizce karsilastirilmas1 gosterilmistir [33].

Tablo 1. Tiirkge ve Ingilizce Kelime Yapis1 Karsilagtirmasi

Tiirkce Ingilizce
Yap do
Yapmak to do
Yapiyorum I'm doing
Yapacagim I'll do
Yapabilirim I can do
Yapardim I used to do
Yapacaktim I was going to do
Yapalim let's do
Yapinca when I do
Yapmadan without doing
Yaptigim the one which I did

Yaparak by doing
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Tablo 1°den anlagilacag: iizere Ingilizcede kelimelere farkli anlamlar yiiklemek igin
yeni kelimeler kullanilirken Tiirkgede mevcut kelimeye ekler getirilmektedir. Bu nedenle
Tiirkce gibi sondan eklemeli dillerde kelimenin kokiinii bulmak olduke¢a zor bir islemdir. Bu
bilgiler 15181nda Tiirk¢e calismalar i¢in kullanilabilen govdeleme yontemleri asagida yer

almaktadir.

1.5.4.1. Sifir Govdeleme

Bu yontemde kelimeler hi¢bir govdeleme islemine tabi tutulmadan oldugu gibi sisteme
dahil edilir. Ozellikle yabanci kelimelerin siklikla gectigi ¢alismalarda gévdeleme islemleri
neticesinde kelimenin kokiine indirgeme islemi dogru bir sekilde gerceklestirilemeyebilir.
Bu nedenle gévdelemenin hi¢ yapilmamasi daha basarili sonuclar verebilmektedir [2].

Literatirde ilk metin madenciligi caligmalarinda govdeleme uygulanmamisken
ilerleyen zamanda basarili govdeleme yontemlerinin bulunmasi ile beraber bu yontemin
gecerliligi azalmustir. Istisnai durumlar disinda kelimenin herhangi bir ek aldiginda farkli bir

kok olarak algilanmasindan Gtiirii diger yontemlere gore basar1 orani diistiktiir.

1.5.4.2. Sabit Onekli Govdeleme

Bu yontemde kelimenin dnceden belirlenen harf sayisi kadar karakteri gévde olarak
belirlenir ve kelimenin geri kalan kismu atilir. Ornek olarak harf sayismin 5 olarak
belirlendigi bir durumda “deneme” ve “metnidir” sozciiklerinin kokleri sirasiyla “denem”
ve “metni” olacaktir.

Sabit onekli gdvdeleme yaklagimi, 6zellikle Tiirk¢e gibi sondan eklemeli dillerde
gerceklestirilen ¢aligmalarda dilin gramer o6zelliklerine girmeden kelimenin gdvdesinden
ekini ¢ikarmayr amacgladigi i¢in tercih edilmektedir. Tiirk¢e i¢in ilk olarak 1981 yilinda
Koksal tarafindan gelistirilmistir. Ayrica Koksal’in gelistirmis oldugu yontem Tiirkce
govdeleme konusunda yapilmis ilk calismadir. Bu ¢alismada kelimenin ilk 5 harfi govde
olarak belirlenmistir. Bu karara birgok kelimenin incelenmesi neticesinde varilmistir [34].

2002 yilinda Altintas ve Can tarafindan yapilan bir ¢alismada Milliyet Gazetesi’nde 1
Ocak 1997 ile 12 Eylil 1998 yillar1 arasinda yayinlanan yaklasik 18 milyon kelimelik

metinler incelenmistir. Inceleme neticesinde Tiirkge metinler icin gdvde uzunlugu
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ortalamasi tiim kelimeler i¢in 4,58 olarak bulunmustur. Yinelenen kelimeler ¢ikartildiktan
sonra 6zglin kelimeler i¢in ortalama gévde uzunlugu 6,58 olarak belirlenmistir [35]. Benzer
nitelikte bir calismay1 yine ayni1 yil Dalkilic ve Cebi gergeklestirmistir. Yaklasik yarisini
Tiirkiye Parlamentosundaki konugmalarin, geri kalan kismimni1 da ¢esitli dergi, magazin ve
hikayelerin olusturdugu yaklagik 50 milyon kelime iceren veri setinde ortalama kelime
uzunlugu 6,20 karakter olarak tespit edilmistir [36]. Bu bilgiler 1sinda Sever ve Tonta,
Tiirkce i¢in yapmis olduklari calismada 5, 6 ve 7 karakterli sabit govdelemelerin Tiirkce i¢in
hizl1 ve uygun oldugunu belirlemistir [37].

Sabit onekli govdeleme karakter analizi i¢in n-gram yontemine benzemesine kargin
farkli bir yaklasimdir. Sabit 6nekli govdelemede kelimenin belirtilen karakterden sonraki
kismu atilarak gévde bulunurken, n-gram yonteminde kelimenin n sayida alt kokleri govde
olarak belirlenmektedir [38]. Ornegin “Trabzon” kelimesinin 4 karakterli sabit govdesi

sadece “trab” seklindedir. Ancak 4-gramlari ise “trab”, “rabz”, “abzo”, “bzon” seklindedir.

1.5.4.3. Ek Cikarimh Govdeleme

Bu yontemde kelimeler kullanilan dilin gramer kurallar1 dikkate almarak gelistirilen
algoritmalar tarafindan eklerinden ayristirilarak koklerine indirgenir. Bu islem 6n ekleri
fazla olan diller i¢in soldan saga, son ekleri fazla olan diller i¢cin ise sagdan sola
gerceklesmektedir. Tiirkce sondan eklemeli bir dil oldugu icin gelistirilen govdeleme
yontemleri sagdan sola ek ¢ikarma seklindedir.

Tiirkce icin ek ¢ikarimli govdeleme konusundaki en yaygin yontem 1999 yilinda bu
alandaki 6nde gelen bilim insanlarindan Oflazer tarafindan gelistirilmeye baslanmistir [39].
Eryigit ve Adali onun ¢aligmalarindan esinlenerek 2004 yilinda Tiirk¢e Morfolojik Analizini
gerceklestirmiglerdir [40]. Cilden, biitliin bu calismalardan esinlenerek 2006 yilinda
Snowball Algoritmasinin Tiirk¢e kismini hazirlayarak algoritmay1 tamamlamistir. Snowball
Algoritmasi, Tiirkce gibi 15 farkli dile hizmet veren Porter algoritmasmdan esinlenerek
hazirlanmis ek c¢ikarimli govdeleme yoOntemidir. Bu alanda farkli yOntemlerde
gelistirilmesine ragmen literatiirde yaygin olarak Snowball Algoritmasi kullanilmaktadir.

Ek c¢ikarimli govdeleme yontemlerinin avantaji herhangi bir sozliige bakmadan
calismasidir. Bir sozliik kontrolii yapilmadigindan oldukga hizli calismaktadir. Dezavantaji
ise yine sozliige bakilmamasidir. S6zlikk kontrolii olmadigindan kelimelerin dilinin farkl

olup olmadigi, yazim yanliginin bulunup bulunmadigi kontrol edilememektedir.



13

1.5.4.4. Sozliik Tabanh Govdeleme

Bu yontemde ise kelimelerin govdeleri sozliikte bulunan biitiin kelimeler ile
karsilagtirilarak gergeklestirilir. Her kelime icin sdzliikteki biitiin kelimeler ile karsilastirma
yapildigindan olduk¢a yavas ama etkin bir yontemdir.

Tiirkge i¢in ilk sozlik tabanli gdvdeleme yontemi 1995 yilinda Alpkogak ve
arkadaslar1 tarafindan ortaya atilan en uzun eslesme yontemidir. Bu yontemde kelime 6nce
bir sozliikte aranir, bulunamadigi durumda sonundan bir harf silinerek arama iglemi yeniden
yapilir. Siire¢ bir govdenin bulunmasi ya da kelimenin bir harf kalmas1 durumunda sona erer
[41]. Kullanim olarak ¢ok basittir ancak kelime ile ilgisiz gdvdelerin bulunma ihtimali de
vardir. Ayrica kokiin iinsliz diigmesi ve yumusamasi gibi durumlarinda basarisiz sonuglar
vermektedir.

Ilerleyen zamanda sozliik tabanli birgok algoritma ortaya c¢ikmustir. TUBITAK
tarafindan 2007 yilinda gelistirilmeye baglanan Zemberek Kiitliphanesinin Govdeleme
Algoritmasi bunlar igerisinde en basarili sonu¢ veren yaklagimlardan birisi olmustur [29].
YHT i¢in de kullanilan Zemberek Algoritmasi, giinimiizde 6zgiir yazilimcilar tarafindan

devam ettirilen sozliik tabanli bir gdvdeleme yontemine sahiptir.

1.5.5. Kelime Gruplan

Metin madenciligi siirecinde bir terim, genellikle bir kelimeden olusur. Fakat bazi
durumlarda kelimelerin birlikte kullanimlar1 da 6nemli olabilir. Bu nedenle terimler
olusturulmadan kelime gruplar1 incelenip 6nemli oldugu diisiiniilenlerin tespit edilip terim
olarak eklenmesi sistemin bagar1 oranini arttiracaktir.

Kelime gruplar1i uzman kisiler tarafindan belirlenebilecegi gibi n-gram adi verilerin
istatistiki bir yontem ile de tespit edilebilir. Bu yontemde ilk olarak her kelime kendinden
sonraki kelime ile birlestirilip ikili kelime grubu (bigram) olusturulur. Olusturulan
bigramlarin terim olarak eklenip eklenmeyecegine iki sekilde karar verilir. Ik yontemde
mevcut bir sozliikle karsilagtirilarak bigramin terim olarak kullanilip kullanilmayacagina
karar verilirken ikinci yontemde ise bigramlarin sikliklarina bakilir. Istatistiksel olarak
yiiksek sikliga sahip bigramlarin 6nemli oldugu varsayilarak terim olarak ekleme islemi

gerceklestirilir [42].
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N-gram kelime gruplar1 analizlerinde unutulmamasi gereken bir konu da bigramlar
olusturulurken kelimelerin kendilerinin bulundugu terimlerin sistemden silinmeyecegidir.
Onlara bigramlar eklenir. Dolayisiyla veri setinde bir azalma yagsanmaz, aksine bir gisme
gerceklesir. Bu nedenle n-gramlarin etkisi anlamli bulunmazsa modelin sismesine neden
olacagmdan dahil edilmez.

Kelime gruplari istenilen durumlarda tiglii (trigram) ya da dortlii gruplar halinde de
incelenebilir. Biitiin kelimelerin incelenmesi tamamlandiktan sonra terim ekleme islemi de

tamamlanmis olur [42].

1.5.6. Karakter Analizi

Metin siniflandirma iglemleri i¢in her zaman kelime analizleri yeterli olmamaktadir.
Bazi durumlarda kelimelerin hecelerine hatta karakterlerine inmek basar1 oranini arttirabilir.
Hece analizi gergeklestirilirken veri setinin sahip oldugu dilin kendi yapis1 yanis sira kelime
gruplarinda oldugu gibi n-gram yonteminden de yararlanilabilir.

Karakter analizi i¢in n-gram, bir karakter dizisinin n boyutundaki karakter dilimlerine
ayrilan ve kullanim sikligma dayanan bir islemdir. N-gram yontemi kullanilan kelime
sayisma gdre 2-gram, 3-gram ve 4-gram seklinde ifade edilmektedir [43]. Ornek olarak

“Deneme metni” climlesinin n-gram’lari;

2_gramlar: ‘Cde”’ ‘Cen”’ ‘Cne”’ ‘Cem”’ ‘Cme”’ ‘Ce_”’ ‘C_m”’ ‘Cme”’ “et”’ “tn”’ ‘Cni”

3_gramlar: ‘Cden”’ ‘Cene”’ ‘Cnem”’ ‘Ceme”’ ‘Cme_”’ ‘Ce_m”’ ‘C_me”’ “met”’ “etn”’ “tni”

4-gramlar: “dene”, “enem”, “neme”, “eme ”, “me m”, “e me”, “ met”’, “metn”,
“etni”

seklinde ¢ikarilir. Burada ¢ikarilan her bir karakter grubu terim olarak diisiiniilerek

metin siniflandirma iglemi gergeklestirilir.

1.5.7. Kelime Filtreleme

Metin siniflandirma isleminde veri setinde ¢ok sayida ayirt edici 6zelligi diisiik kelime
bulunur. Bu kelimeler analizlerin ger¢eklestirme siiresini ve veri setinin boyutunu arttirdigi
gibi, basar1 oranini da diisiirmektedir. Dolayisiyla modeli olumsuz etkileyen bu kelimelerin

sistemden ¢ikarilmast kurulacak modeli her anlamda daha basarili yapacaktir [44].
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Filtrelenecek kelimelerin tespiti Onceden belirlenen bir siklia sahip kelimelerin
cikarilmastyla gerceklestirilir. Bu say1 sistemde bulunan veri setinin boyutuna gore 3, 5, 10,
20 seklinde olabilmektedir.

Kelime filtreleme ve etkisiz kelime yontemleri birbirlerine benzemesine ragmen
onemli bir farkliliklar1 bulunmaktadir. Etkisiz kelime yonteminde yiliksek sikliga sahip
olmasina ragmen ayirt edici 6zelligi diisiik kelimeler sistemden ¢ikarilirken kelime budama
isleminde ayirt edici Ozelligine bakilmaksizin sadece diisiik sikliga sahip kelimeler

sistemden ¢ikarilmaktadir.

1.6. Agirhklandirma

Metin siniflandirmanin 6nemli agsamalarindan bir tanesi de metin formatinda tutulan
verilerin agirliklandirilarak sayisal formata doniistiiriilmesidir. Bu islem i¢in Kelime Cantas1
(KC, Bag Of Words) ve Vektor Uzayr (VU, Vector Space) modelleri en bilindik
yaklagimlardir [45].

1.6.1. Kelime Cantasi

KC metin madenciligi ¢caligmalarinda kelimelerin basit bir sekilde sayisallastiriimasini
saglayan bir yontemdir. Ik olarak 1959 yilinda Harris tarafindan ortaya ¢iknustir [46].
Kelimelerin siras1 ve dil bilgisi yapisindan bagimsiz bir sekilde yalnizca dokiimanda gegme
sikligia bakilarak her bir kelimeye agirlik degeri verilmesine dayali bir yontemdir. Bazi
durumlarda sikliklar yerine kelimenin bulunup bulunmamasina gore ikili (varlik/yokluk ya
da 1/0) agirliklar da kullanilmaktadir [2]. KC genelde dokiiman siniflama isleminde, her bir

kelimenin terim olarak kullanilmasini temel alir.
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Tablo 2. Ornek Dokiimanlar

No Dokiiman
1 bu bir denemedir bu
2 bu bagka bir denemedir
3 bir iki bir iki
4 sadece

K sirasiz bir belge temsili oldugundan kelimelerin hangi sirada oldugunun bir 6nemi
yoktur sadece kelimelerin hangi dokiimanda ne kadar sayida gegtigine bakilir. Bu bilgiler
1s1¢inda Tablo 2’de belirtilen dokiimanlara KC modeli uygulandiktan sonra kelimelerin

sayisallastirilmig durumlar1 Tablo 3’de gdsterilmistir [26].

Tablo 3. KC Sonuglar1

Dokiiman baska bir bu denemedir iki Sadece
bu bir 0.00 100  2.00 1.00 0.00  0.00
denemedir bu
bubaskabir ) )0 00 100 1.00 0.00  0.00
denemedir
birikibiriki 000  2.00  0.00 0.00 200 0.00
sadece 0.00 000  0.00 0.00 0.00  1.00

Tablo 3’de KC modeline ait bir 6rnek yer almaktadir. Bu yontem basit oldugu i¢in
olduk¢a hizli ¢aligmaktadir. Ancak kelimelerin dokiiman i¢in 6nemli olup olmadigina
bakmadig1 i¢cin basar1 orani diisiiktiir. Bagar1 oranin1 yiikseltmek i¢in Vektor Uzayr (VU)

modeli kullanilmaktadir.

1.6.2. Vektor Uzayr

VU metin verilerine 6zel ¢ok boyutlu vektdrler olusturan cebirsel bir yontemdir.
Metinleri vektor olarak ifade edip bu vektorler arasindaki agiya bakarak birbirleri arasindaki
uzakliklar hesaplanmaktadir. Bu uzaklik degerleri neticesinde kelimelerin birbirlerine kars1

skor degerleri hesaplanarak modelleme gerceklestirilir [2].
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Terimin metin igerisindeki degerini ifade etmenin pek ¢ok yontemi mevcuttur. Bu
yontemlerden en ¢ok kullanilan1 terim sikligi (TS) ve ters dokiiman sikligi (TDS)
ozelliklerinin beraber kullanildig1 “TF-IDF” agirliklandirma yontemidir. TF-IDF kisaltmas1
TS ve TDS ifadelerinin Ingilizceleri olan “term frequency and inverse document frequency”
ifadesinin bag harflerinden gelmektedir. Yontem sirasinda TS ve TDS beraber uygulandig:
icin bu ismi almistir. Ayrica daha dogru sonuglar elde edebilmek i¢in normallestirme islemi

de uygulanmaktadir.

1.6.2.1. Terim Sikhg

Terim siklig1 (TS), her bir terimin ilgili dokiimanda bulunma sayisma bagl bir
agrrliklandirma islemi olarak tammlanmaktadir. Ilgili kelimenin yalnizca bulunup
bulunmamasi ile olusturulabildigi gibi logaritmik fonksiyonlar kullanilarak karisik bir
sekilde de olusturulabilir. Bu tamamen dokiimanlarin igerigine, uygulanacak veri
madenciligi ydontemine ve istenilen amaca gore degisiklik gosterir. Literatiirde sik kullanilan

TS yontemleri Tablo 4°de gosterilmistir [2].

Tablo 4. TS YOntemleri

Yontem Formiil
Dogal tfia
Siklik tfa/ N
Logaritmik 1 + logio(tfiq)
Arttiril 05+ Xt
rilmis ) max, (te q)
eger tfi 4>0 —1
Boole { diger durumlarda — 0
Logaritmik It logloz(:tff’d)
Ortalama 1+logo( Nt'd )
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1.6.2.2. Ters Dokiiman Sikhg:

Modelleme sirasinda yalnizca TS yontemini kullanmak her terimin diger
dokiimanlarda bulunma sikligimdan bagimsiz bir sekilde ayn1 agirligi almasina neden olur.
Bagka bir ifade ile bir terimin hangi dokiimani daha ¢ok temsil ettigini gdsterebilmek i¢in,
veri kiimesindeki tiim dokiimanlardaki siklik degerlerine bakmak gerekmektedir. Ornegin
“araba endiistrisi” konulu dokiimanlarm siniflandirildigini varsayalim. Bu durumda biitiin
dokiimanlarda “araba” kelimesinin siklig1 yliksek ancak aywt ediciligi az olacaktr.
Literatiirde en sik kullanilan Ters Dokiiman Sikligi (TDS) yontemleri Tablo 5’de
gosterilmistir [2].

Tablo 5. TDS Yontemleri

Y ontem Formiil
Yok 1
N
TDS log1o &
N-df;
Olasiliksal TDS max {O, log, d—f}
t

1.6.2.3. Normallestirme

Biiyiik dokiimanlarda bulunan kelimeler kii¢iik dokiimanlara gore daha c¢ok sikliga
sahip olmaktadir. Bu sebepten Ozellikle kiiciik ve biiylik dokiimanlarin beraber oldugu
durumda normallestirme yapilmazsa VU olusumu olumsuz etkilenir. Biiyiik
dokiimanlardaki kiiglik sikliga sahip kelimeler kiigiik dokiimandaki biiyiik sikliga sahip
kelimelerden daha 6nemli goziikiir. Bu durumu ortadan kaldirmak i¢in normallestirme
islemi yapilir. Literatiirde en sik kullanilan normallestirme yontemleri Tablo 6’da

gosterilmistir [2].
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Tablo 6. Normallestirme Y 6ntemleri

Yontem Formiil
Yok 1
Kosinii 1
osinis —
i
Essiz Eksen 1/u

1 / karaktersayis1®,

Boyut a<l1

1.7. Dogrulama

Metin madenciliginde yazar tanima problemi i¢in kullanilan siniflandirma
yontemlerinde veri kiimesi test ve egitim olmak iizere ikiye ayrilmaktadir. Egitim veri seti
ile 6grenilen veriler test veri seti ile test edilerek modelin basaris1 6l¢iiliir [47]. Bu isleme
dogrulama denilmektedir. Literatiirde ¢ok sayida dogrulama yontemi bulunmasina ragmen

en fazla kullanilan dogrulama yontemleri ayirma ve ¢apraz dogrulama yontemleridir.

1.7.1. Ayirma

Bu yontemde veriler 6nceden belirlenen oranda boliinerek egitim ve test seklinde
ayristirilir. Bélme iglemi icin basit rastgele ya da sistematik 6rnekleme yontemleri kullanilir.
Ayirma yontemi oldukca hizli ¢alisir, test verileri egitim verilerinde kullanilmadigindan
sonuclar yansizdir. Ancak test verileri sadece bir defa ¢alistirildigindan modelde ezberleme

sorunu ile karsilagilabilmektedir [47].

1.7.1. Capraz Dogrulama

Birden ¢ok dogrulamanin tekrarlandigi ve dogrulama sayisma gore ismi degigen bir
yontemdir. Toplam 5 adet dogrulama yapilacaksa “5-Dogrulama”, 10 dogrulama

yapilacaksa “10-Dogrulama” seklinde ifade edilir.



Tablo 7. 10-Dogrulama Y 6ntemi
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Veri
Sayis1 Veri Setinin Ayrimi

(%0)

10%  Egitim Egitim Egitim Egitim Egitim Egitim Egitim Egitim Egitim Test
10%  Egitim Egitim Egitim Egitim Egitim Egitim Egitim Egitim Test Egitim
10%  Egitim Egitim Egitim Egitim Egitim Egitim Egitim Test Egitim  Egitim
10%  Egitim Egitim Egitim Egitim Egitim Egitim Test Egitim Egitim Egitim
10%  Egitim Egitim Egitim Egitim Egitim Test Egitim Egitim Egitim Egitim
10%  Egitim Egitim Egitim Egitim Test Egitim Egitim Egitim Egitim Egitim
10%  Egitim Egitim Egitim Test Egitim Egitim Egitim Egitim Egitim Egitim
10%  Egitim Egitim Test Egitim Egitim Egitim Egitim Egitim Egitim Egitim
10%  Egitim Test Egitim Egitim Egitim Egitim Egitim Egitim Egitim Egitim
10% Test Egitim Egitim Egitim Egitim Egitim Egitim Egitim Egitim Egitim

Tablo 7°de gosterildigi iizere 10-Dogrulama i¢in veri setinin egitim ve test olarak

ayristirilmasi esnasinda veri seti 10 esit biiyilikliikte parcaya ayrilip her bir parca ayr1 bir

sekilde test edilir. Bu sayede modelin verileri ezberlemesinin dniine gecilir ancak dogrulama

islemi 10 kere tekrarlandigindan siire¢ ayirma yontemine gore uzun stirmektedir [47].

1.8. Smiflandirma

Smiflandirma analizleri bir veri kiimesindeki degerlerin dnceden bilinen gruplar

icerisinden hangisine ait oldugunu tespit etmeye yarayan yontemlerdir [48]. Siniflandirma

analizlerine kategorilere ayristirilmak istenilen gruplar 6nceden bilindigi i¢cin gozetimli

ogrenme de denilmektedir. Siiflandirma analizleri nicel veriler ile gergeklestirildigi i¢in

metin verilerinin smiflandirilmasinda verilerin dnceden sayisallastirilmas: gerekir. Bu
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sebepten siniflandirilma analizinden 6nce metin isleme ve dogrulama yontemleri ile metin
sayisallagtirma islemlerinin tamamlanmasi gerekir.

Literatlirde ¢ok sayida smiflandirma analizi bulunmaktadir. Bu tez g¢alismasinda
smiflandirma analiz yOntemleri igerisinden KEK, NB, Karar Agaci (KA) ve DVM

yaklagimlar1 kullanilmagtir.

1.8.1. K En Yakin Komsu

KEK yontemi siniflandirilmak istenen elamanin kendinden 6nce smiflandirilmig en
yakin k tane elamanimn sinifina bakilarak en yakin smifa aktarilmasi seklinde calisan bir
yontemdir. Ornegin k=3 oldugu durumda kendinden dnceki en yakin 3 elemana bakilarak en
yakin oldugu snif degeri belirlenir. Bu yakinlik degerini hesaplamak i¢in literatiirde
Ozellesmis fonksiyonlar bulunmaktadir [49]. Calisma kapsaminda bu fonksiyonlar
icerisinden Kosiniis Benzerlik Olgiitii (KBO) ve Oklid Uzaklik Olgiitii (OUO) kullanilmustir.

KBO (1)’de gosterildigi iizere hesaplanir. Formiilden de anlasilacag: iizere verilerin

arasindaki uzakliga mutlak degerce bakmaktadir [49].

Z?:lAi X B; _ A.B
oo [pamr | TAIEN

benzerlik(A,B): (1)

OUO (2)’de gosterildigi sekilde hesaplanir. Formiilden de anlasildig1 gibi verilerin
arasindaki uzakliga karelerinin toplamimnin karekokii seklinde bakmaktadir. Literatiirde en

fazla kullanilan uzaklik hesaplama yontemidir [49].

uzakhk(i,j): \/|Xi1- j1|2+|xi2- j2|2+"'+|xin-xjn|2

)

1.8.2. Naive Bayes

NB yontemi ismini Matematik¢i Thomas Bayes’in teoreminden alan basit, hizli ve
kolay anlagilir bir smiflandirma algoritmasidir. Bu yontem, olasilik ilkelerine gore

tanimlanmis bir dizi hesaplama ile siniflandirilacak verinin en fazla olasilikla benzerlik
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gosterdigi sinifa sec¢ilmesine dayanir. NB yonteminin bagimsizlik 6nermesi (3) formiildeki

sekilde hesaplanir. Burada “b” verisinin “a” smifina ait olma olasiligi1 p(a/b) seklinde

gosterilmektedir [50].

_ p(b/a).p(a)
p(a/b) = PN 3)

NB yontemi i¢in en sik kullanilan dagilim (4)’de gosterildigi sekilde hesaplanan
olasilik yogunluk fonksiyonudur. Burada hangi simifta yer aldig1 bilinmeyen “b” verisinin

ait oldugu smifi bulmak icin, her bir “a” smifi i¢in (4)’de yer alan formiil hesaplanir.

Hesaplanan degerler neticesinde “b” verisi en yliksek olasiliga ait “a” smifina atanir [5].
p(b/a) = [l;p(wi/a) 4)

NB yontemi i¢in siniflandirict olasilik yogunluk fonksiyonu disinda normal,
lognormal, gamma ve poisson dagilimlariyla da olusturulabilmektedir. Ancak en fazla
kullanilan yontem olasilik yogunluk fonksiyonudur. Sniflandiricinin kullanim alant her ne
kadar bilesenlerin istatistiki olarak bagimsizlik 6nermesi ile kisith gibi goziikse de yiliksek
boyutlu uzay ve yeterli sayida bu kosul esnetilerek bagarili sonuglar elde edilir [50].

Literatiirde 6zellikle metin verileri icin NB yonteminin 6zellesmis bir durumu olan
Cokterimli Naive Bayes (CNB, Multinominal Naive Bayes) yontemi de kullanilmaktadir.
CNB yontemi NB’den farkli olarak verilerin dagilimini gokterimli bir sekilde modeller [51].
CNB 2003 yilinda Rennie ve Shih tarafindan tartisilip, analiz edilip gelistirilerek literatiire
kazandirilmistir [52].

CNB modeli dokiimandaki kelimeleri ¢ok terimli modeller. Dokiimanlar kelime dizisi
olarak dikkate alinarak her kelimenin pozisyonunun digerinden bagimsiz olustugu varsayilir

[52].

1.8.3. Karar Agaci

KA, belirli bir parametreye gore verilerin siirekli olarak boliindiigii bir siniflandirma

algoritmasidir. KA yonteminin hedefi bagimli degiskendeki farkliliklar1 maksimize edecek
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sekilde veriyi sirali bir bigimde parcalarina yani farkli gruplara ayirmaktir. Bu sebepten
smiflandirma agaci olarak da adlandirilir [53].

KA, karar diiglimleri, dallar ve yapraklar olmak iizere ii¢c boliimden olusur. Karar
diigtimleri giris verilerine sorular sorularak agacin hangi yone yoneleceginin belirlendigi
islemlerdir. Dal, bu sorularin cevaplarini temsil eder. Yaprak ise kategorinin bulundugu sinif
etiketleridir. KA olusturmak yinelemeli bir islemdir. Agag, biitiin verilerin olustugu tek bir
diigiim ile baglar. Daha sonra iglemleri en iyi bolecek nitelik segilerek ilk diigiim olusturulur
ve Ornekleri bolecek nitelikler tamamlanana kadar devam edip aga¢ olusumu tamamlanir.
Sonug olarak ortaya ¢ikan yapraklar her bir siifi temsil etmis olur [26].

Literatiirde ¢ok sayida karar agact olmasmna ragmen ¢aliyma kapsaminda
gerceklestirilen testler neticesinde diger agac yapilarina gore daha basarili oldugu tespit
edilen C4.5 algoritmasi kullanilmistir. C4.5 algoritmasi eksik verileri basit¢ce ihmal eden,
stirekli verileri kullanan ve agir1 uyum sebebiyle olusan hatalar1 telafi eden bir agag
modelidir. Alt aga¢ degistirme ve alt aga¢ yiikselme seklinde iki ana budama stratejisi

bulunmaktadir [53].

1.8.4. Destek Vektor Makinesi

Temelleri Vapnik tarafindan gelistirilen DVM istatistiksel 6grenme teorisine dayali
bir egitimli smiflama teknigidir. DVM’nin sahip oldugu algoritmalar baslangigta iki siniflt
dogrusal verilerin siniflandirma problemi i¢in tasarlanmis olup ilerleyen siiregte cok sinifl
ve dogrusal olmayan verilerin simiflandirilmasi i¢in genellestirilmistir [54].

DVM’nin ¢alisma prensibi iki smifi birbirinden aywrabilen en uygun karar
fonksiyonunun tahmin edilmesi seklindedir. Baska bir ifade ile iki smifi birbirinden en
uygun sekilde ayirabilen hiper diizlemin tanimlanmasi esasina dayanmaktadir [54]. DVM
siniflamast ii¢ asamadan olusmaktadir. ilk asamada egitim hiicreleri 6zellik vektdrii olarak
ifade edilir. Tkinci asamada bu 6zellik vektorleri kernel fonksiyonlar1 kullanilarak zellik
uzayma eslenir. Son asamada siniflar1 en uygun sekilde ayiran n-boyutlu hiper diizlem

olusturulur [55].
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1.9. Degerlendirme

Smiflandirma analizinde kurulan modeller igerisinde hangisinin daha basarili
oldugunu 6grenmek icin degerlendirme Olgeklerine bakilir. Degerlendirme Olgeklerini
hesaplamak i¢in Tablo 8’de bulunan hata matrisi tablosundan yararlanilir. Bu tez ¢aligmasi
kapsaminda kullanilan degerlendirme olgekleri Dogruluk (Accuracy), Kappa Katsayisi,

Duyarlilik (Recall), Hassasiyet (Precision) ve F-ol¢iitiidiir [47].

Tablo 8. Hata Matrisi Tablosu

Test Sonuglari

Pozitif Negatif
Positif Dogr(LIJDIIz;mtlf Yanll(sYll\\ll()egatlf
Gergek
D Negatif Yanlis Pozitif | Dogru Negatif
8 (YP) (DN)

1.9.1. Dogruluk (Accuracy)

Simiflandirma problemlerinde veri setinin yapisi geregi biitiin verilerin dnceden hangi
smifa ait oldugu bilinmektedir. Bu sebepten test veri setine ait degerlerin ger¢ekte ve model
sonucunda hangi sinifa ait oldugu kolaylikla tespit edilebilir. Bu bilgiler 151¢inda Dogruluk,
(5)’teki gibi hesaplanarak model sonucunda tahmin edilen sinif degerlerinin yiizde kaginin

gercekte dogru sinifta oldugunu gosteren dlgiite verilen isimdir.

DP+DN
DP+YP+DN+YN

Dogruluk = (5)

Dogruluk en ¢ok kullanilan degerlendirme 6lgegi olmasina ragmen tek basina yeterli
degildir. Ozellikle veri setindeki degerlerin biiyiik kisminm ayni sinifta olmasi durumunda
yaniltic1 olabilir. Ornegin veri setinde 990’1 A, 7 tanesi B, 3 tanesi de C smifinda olmak
izere toplam 1000 veri olsun. Bu durumda biitiin veriler A grubunda tahmin edildiginde

dogruluk 6l¢iitii %99 olacaktir. Dolayisiyla yanlis bir model kurulmasina ragmen dogruluk
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olciitli yiiksek olacaktir. Bu sebepten degerlendirme gerceklestirilirken dogruluk olgiitii ile

beraber diger 6l¢eklere de bakilmasi neticesinde daha saglikli sonuglara ulasilir [26].

1.9.2. Kappa Katsayisi

Kappa Katsayisi, (6)’da gosterildigi sekilde hesaplanmaktadir. Kappa Katsayisinin
yiksek deger almast model performansinin yiiksek oldugunu gostermektedir. Dogru
yapilmig tahmin sayisinin biitiin tahminlere olan oranmma p(a). Her bir smif i¢in tahmin

degerlerinin varsayima dayali olasiligina ise p(e) ad1 verilmektedir [56].

_ pla)-p(e)
b 1-p(e) ©)

1.9.3. Duyarhlk (Recall)

Duyarlilik 6lgiitii (7)’deki gibi hesaplanarak yalnizca gercek 6rnek arasindaki dogru

siniflandirilan 6rneklerin oranini vermektedir [57].

DP
DP+YN

Duyarhlik = (7)

1.9.4. Hassasiyet (Precision)

Hassasiyet olciitii (8)’deki gibi hesaplanarak smiflandirma sonuglar1 arasindaki dogru

tahmin edilen 6rneklerin oranini vermektedir [57].

DP
DP+YP

®)

Hassasiyet =
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1.9.5. F-Olgiitii

Hassasiyet ve Duyarlilik 6lgiitlerinin harmonik ortalamasinin alinmasi ile (9)’daki gibi
hesaplanan F-6lciitii iki 6l¢iitli de kapsadigindan oldukg¢a dnemli bir degerlendirme dlgegidir

[57].

DP X DP
DP+YP DP+YN
2.5pp —op ©)
DP+YP " DP+YN

F-ol¢iitii =



2. YAPILAN CALISMALAR

Bu tez calismasi kapsaminda isleme almnan biitiin divan sairlerinin eserlerini
karsilagtirmadan Once metin madenciliginin divan edebiyat1 eserlerine uygun olup
olmadigin1 gérmek, uygun ise basit hatalarin1 ve eksiklerini tespit etmek icin ilk basta iki
sair secilerek eserleri karsilastirilmistir. Karsilastirma sonucunda basarili sonuclar elde
edilmesi ile literatiir kismmda bahsedilen her bir metin isleme yontemi ve smiflandirma
analizine ait tek tek model kurulup degerlendirme 6lgekleri ile basarilart stnanmigtir. Elde
edilen sonuglar neticesinde en yiiksek basariya sahip model kullanilarak divan edebiyati i¢in
yazar tanima iglemi gergeklestirilmistir. Bunun i¢in gergeklestirilen islemler ana hatlar1 ile

Sekil 1°de akis diyagraminda gosterilmistir.

; e BITIR
2 SAIRICIN
BASLA —> : : C_ —» MODELKUR LR SONUCLAR M [VERi SETI
VERI SETI | BASARILI MI? UYGUN DEGIL)
EVET
l EVET ‘
| 255AIRIGIN | | ] “BASARI EVET | . ' KURULACAK YENi
4. —’ . ) e
VERI SETI MODELKLR ¥ YOKSEK Mi? d " MODEL VARMI?
HAYIR
HAYIR
BITIR

{MODEL TAMAM)

Sekil 1. Ana Hatlar1 ile Yapilan Caligmalarin Akis Diyagrami

Calisma siiresince CNB yontemi WEKA yazilimindan yararlanilarak, Zemberek
Kiitiiphanesi ise Netbeans 8.2 programi ile JAVA dilinde bir program yazilarak
gerceklestirilmistir. Bu yontemler digindaki biitiin model ve analizler Rapidminer Studio 5.3
yazilimi araciligtyla yapilmis ve ek-1’de gosterilmistir.

Calisma kapsaminda kullanilan divanlara Tasmabilir Belge Bicimi (PDF) formatinda
erigilmistir. Ancak bu verilerin islenebilmesi i¢cin Virgiille Ayrilmis Degerler (CSV) ya da
XML gibi sistematik forma ¢evrilmesi gerekmektedir. Bu islem PDF formatinda tutulan

verilerin  standart bir sekilde tutulmamasindan Otlirli  otomatik  bir  sekilde
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gerceklestirilememistir. Bu sebepten divan verileri PDF formatindan CSV formatina manuel
bir sekilde kopyala-yapistir seklinde doniistiiriilmiistiir.

Veriler analiz edilirken basit analizler i¢in 16 GB gegici bellege (ram) sahip
bilgisayarlar kullanilmistir. islem sayis1 fazla olan analizleri gerceklestirmek icin 32 GB
gecici bellege sahip bilgisayar kullanilmistir. En basarili modeli belirlemek i¢in toplam 20
farkli model kurulmus olup biitiin analizleri tamamlamak icin bilgisayarlar toplam 84 saat

calistirilmustir.

2.1. Iki Sairin Eserlerini Karsilastirma

[k olarak veri setinin toplammni olusturan 25 divan sairi icerisinden Nedim ve Seyh
Galip’in eserleri karsilastirilmak iizere secilmistir. Daha sonra ilgili sairlere ait PDF
formatinda tutulan veriler sistematik bir format olan CSV formatina donistiiriilmiistiir. Bu
islem PDF dosyasidaki sekil bozukluklarindan dolay1 otomatik bir sekilde yapilamamisg ve
olduk¢a zaman almistir. Sonug olarak Nedim’e ait 390, Seyh Galip’e ait 448 olmak iizere
toplam 838 eser iceren veri seti olusturulmustur.

Veri seti olustuktan sonra ilk olarak harf karakterleri disindaki “,-3” gibi karakterler
cikarilarak biitiin harfler kii¢iik harfe ¢evrilmistir. Bu islem sonrasinda kelime uzunlugu
3’den az olan kelimeler etkisiz olduklar1 diisiiniilerek sistemden c¢ikarimistir. Kelime
gruplari, Karakter analizi ve Govdeleme kullanilmamistir. Ciinkii iki sairin eserlerinin
karsilastirmasi islemi biitiin sairlerin eserlerinin karsilastirmasi i¢in bir 6n analizdir ve hizli
bir sekilde sonuglara ulasmak amaglanmastir.

Veri setinin olusumu ve 6n iglemler tamamlandiktan sonra agirliklandirma i¢in VU
kullanilarak veriler sayisal formata donistiiriilmiis, dogrulama i¢in ise 10’lu dogrulama
yontemi kullanilmigtir. Sayisal formata doniisen veriler i¢in gergeklestirilen siniflandirma

analizleri sonuclar1 Tablo 9°da yer almaktadir.



29

Tablo 9. iki Sairin Eserlerinin Karsilastirma Sonugclar

Y ontem Ozellik  Dogruluk Kappa Duyarhilik Hassasiyet —F-Olgiitii

KEK-KBO k=3 95.10 0.885 94.11 94.66 94.38
KEK-OUO k=3 96.02 0.907 95.23 95.57 95.40
NB 99.54 0.989 99.53 99.43 99.48
CNB 99.85 0.996 99.76 99.89 99.82
KA 94.18 0.868 93.95 93.08 93.51
DVM c=0 98.31 0.959 97.35 98.84 98.09

Toplam 6 smiflandirma yontemi kullanilmis olup en yiiksek basariya CNB
yonteminde, en diisiik basariya KA yonteminde ulasilmistir. Ancak hangi smiflandirma
yontemi kullanilirsa kullanilsin iki sairin smiflandirmasi i¢in basar1 orani oldukca yiliksek

olmustur.

2.2. Varsayillan Modelin Meta Verileri

Iki sairin eserlerinin karsilastrrmasmin basarili sonu¢ vermesinin ardindan divan
siirlerinde metin smiflandirma isleminin gerceklestirilebilecegi sonucuna varilmistir. Bu
sebepten 25 divan sairine ait toplam 7148 eserden olusan veri seti i¢in ¢oklu karsilastirma
gerceklestirilmistir. Bu karsilastirmada siniflandirma verileri iki sairdeki gibi iki terimli
degil cok terimlidir. Sonug olarak 7148 esere ait sair tanimlama sistemi olusturularak kurulan
modelin basaris1 test edilmistir.

Beklenildigi iizere buradaki amag¢ basari oranini yiiksek tutmaktir. Bunun i¢in her
parametre degisikligiyle beraber tekrar model kurularak test edilmelidir. Ancak biitiin olas1
durumlarin test edilmesi on binlerce model kurulumuna yol agmaktadir. Ayrica bir modelin
sonuglanmasmin yaklagik 2 saat siirdiigli goz 6niine alindigida bu islemleri gergeklestirmek
neredeyse imkansizdir. Bu sebepten modelin siiresini uzun tutmayacak varsayilan bir model

kurularak biitiin parametreler bu varsayilan model iizerinde degisiklik yapilarak test
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edilmistir. S6z konusu varsayilan modele iligkin bilgileri igeren meta veriler Tablo 10’da

gosterilmistir.

Tablo 10. Varsayilan Modelin Meta Verileri

Et kisiz . , Kelime Karakter Kelime  Agirliklan- Smiflandir-

Kelimelerin Govdeleme . :
Gruplari Analizi Filtreleme dirma ma

Cikarilmasi

Kelime ;
Uzunlugu , Stfir Ya} n Yok 10 Veltor DM

. Govdeleme  Kelime Uzay1
3'den Kisa

2.3. On islemlerin Incelenmesi

Veri setine Sekil 2°de gdsterilen 6n islemler tek tek uygulanarak model performanslari
karsilagtirilmig ve sonuglar: ilgili alt boliimlerde anlatilmistir. Karsilagtirma yapilirken

karsilagtirma yapilan islem digindaki biitiin parametreler sabit tutulmustur.

On islemler Rapidminer programmin Sekil 2°de gosterilen “Process Document from
Data” iglemi ve alt islemlerinde gergeklestirilmistir. Bu siirecin alt islemlerinden “Replace
Token” ile Tiirkce ve Ingilizcenin farkliliklarmdan &tiirii “I ve I” karakterleri “1, i’
karakterlerine doniistiiriilmiistiir. Daha sonra “Transform Cases” ile biitiin harfler kiiclige
cevrilip “Tokonize” iglemi ile kelimelerine kadar ayristirilmistir. Son olarak “Filter tokens”
ile de etkisiz kelimeler ¢ikarilmistir. Bu islemlerin hepsi biitiin modellerde standart bir
sekilde kullanilan iglemlerdir.

Geri kalan 6n iglemlerin kullanilacak olanlar1 i¢in teker teker model performanslarina
bakilmistir. Model performanst yiiksek olan iglemler kurulacak son modelde kullanilmig
olup digerleri kullanilmamistir. Biitiin karsilastirmalar tamamlandiktan sonra olusan son
model Bulgular boliimiinde anlatilmistir. Performansi karsilastirilan modellerden “Generate
n-grams (Terms)” ve “Generate n-grams (Characters)” islemleri ile kelime gruplar1 ve
karakter analizleri gergeklestirilmistir. Govdeleme islemleri icin ise “Stem (Snowball)” ve

“Keep Documents Parts” islemleri kullanilmistir. “Stem (Snowball)” ile ek ¢ikarimli, “Keep
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Documents Parts” ile sabit onekli govdeleme islemleri gerceklestirilerek alt iglemler
tamamlanmastir.

Budanacak kelime sayisinin belirlenmesi ise “Process Document from Data” igleminin
kendi Ozelliklerinden “Prune Below Absolute” ile belirlenmistir. Bu deger i¢in gerekli

islemler yapilarak optimum deger belirlenmistir.

55’ Process = XML ‘% Parameters @ Context
- v = - f HiProcess » @@ ~ H 7 B & & ~ | B » B 2 5 B ~

create word vector [TF—IDF - ]

inp Q| res

res  [»] add meta information

prune method

prune below absolute

keep text

| absolute

|‘ID

prune above absolute |‘IDUOU |
datamanagement [ double_sparse_array - |

+ Process
& -~ w -~ Process » |=| Process Documents from Data » &~ $ EH 4 H -

Replace Toke... Transform Ca... Filter Tokens ...

Generate n-Gr.., Stem (Snowb...

doc. doc

Sekil 2. Biitiin On islemlerin Gosterimi

2.3.1. Yazim Hatalarinin Tespiti

Veri seti birden farkl dile ait veriler i¢cerdiginden sozliik tabanli yontemler i¢in bir
caligma gergeklestirilmemistir. Skor tabanli yontemler ise birbirine yakin puana sahip
kelimelerin bile farkli anlamlarmin oldugu divan edebiyat1 i¢in kullanilmamustir.

YHT i¢in skor tabanli ve sozlik tabanli yontemler anlamli bir basar1 elde
edemediginden kullanilmamis olup veri setine ait toplam 9318 kelime uzman kisiler
tarafindan tek tek incelenerek bir sozlik olusturulmustur. Sozliik kullanilan ve

kullanilmayan durumlardaki model performanslar1 Tablo 11°de gosterilmistir.
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Tablo 11. YHT i¢in hazirlanan S6zliik Sonuglar1

Y ontem Dogruluk Kappa Duyarlilik Hassasiyet  F Olgiitii
Yalin 91,26 0,908 87,95 91,91 89,89
Sozlik Kullanilan 89,79 0,893 85,44 90,95 88,11

Tablo 11°de gosterilen degerlendirme oOlgekleri sonuglarina gére uzman kisiler
tarafindan olusturulan herhangi bir sozliik kullanilmayan sonuglar daha basarili olmustur.
Bu sebeple diger analizler herhangi bir sozliik kullanilmayan yonteme gore

gerceklestirilmistir.

2.3.2. Etkisiz Kelimelerin Cikarilmasi

Veri seti Tiirkce, Arapca ve Fars¢a olmak tizere 3 farkli dile ait kelimeler igermesinden
otiirli etkisiz kelimeler i¢in herhangi bir dile ait literatiirde bulunan etkisiz kelime listesi
kullanilmamistir. Divan edebiyatina has etkisiz kelime listesi olusturmak 6zel bir ¢aligma
gerektirdiginden bu ¢aligma igerisinde herhangi bir etkisiz kelime listesi kullanilmamustir.

Ayr1 bir liste olugturulmamasima ragmen kelime uzunlugu belirlenen diizeyden kisa
olan kelimeler etkisiz olarak diisiiniilerek sistemden ¢ikarilmistir. ideal kelime uzunlugu
gerceklestirilen On testler neticesinde 3 olarak belirlenmistir. Bu sebepten sadece kelime

uzunlugu 3’den kii¢iik olanlar etkisiz kelime olarak belirlenip sistemden ¢ikarilmistir.

2.3.3. Govdeleme Yontemleri

Govdeleme yontemlerinden sifir, sabit Onekli, ek ¢ikarimli ve sozliik tabanli yontemler
kullanilarak performanslart karsilagtirilmigtir. Sabit 6nekli gévdeleme icin ilk 5 ve 6
harflerin saklandi1g1 yontemler kullanilmistir.

Divan edebiyati her ne kadar Arapga, Farsca ve Eski Tiirk¢e kelimeler barindirsa da
mevcut diller icerisinden dogal olarak en ¢ok Tiirkce ile yakinlik gosterdigi i¢in ek ¢ikarimli
ve sozliikk tabanli yontemlerde Tiirk¢ce govdeleme yontemleri kullanilmistir. Ek ¢ikarimli

govdeleme yontemlerinden Tiirk¢e Snowball algoritmasi kullanilmistir.
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Sozlik tabanli yontemlerden ise Zemberek Algoritmas: kullanilmistir. Zemberek
Kiitiiphanesi kullanilarak veri setindeki toplam 9318 farkli kelimenin 2834 tanesi kelime
kokiine kadar ayristirilmistir. 1917 adet kelime Zemberek kiitliiphanesinin Tiirkce
sozliigiinde bulunmus fakat kelimeler yalin halde oldugu i¢in aynen saklanmigtir. 4567 tane
kelime Zemberek kiitiiphanesine ait Tiirk¢e sozliikte bulunamadigindan kelimeler aynen
korunmustur.

Bu bilgiler 15181nda gergeklestirilen analizlere iliskin performans degerleri Tablo 12°de

yer almaktadir.

Tablo 12. Govdeleme Sonugclari

Yontem Dogruluk Kappa Duyarlilik Hassasiyet  F Olgiitii
Sifir 91,26 0,908 87,95 91,91 89,89
[k 5 Harfli 90,75 0,903 87,97 91,69 89,79
Ik 6 Harfli 90,92 0,905 88,10 91,86 89,94
Ek Cikariml 91,24 0,908 88,62 92,44 90,49
Sozlik Tabanlt 91,26 0,908 88,18 92,23 90,16

Tablo 12’de yer alan sonuglara gore dogruluk degeri icin govdelemenin
gerceklesmedigi sifir govdeleme ve sozliik tabanli yontemler daha basarili olurken
duyarlilik, hassasiyet ve f 6l¢iitii degerlerinde ek ¢ikarimli yontem daha basarili olmustur.
Ik 5 harfli ve 6 harfli gdvdeleme sonuclar1 diger yontemlerden daha diisiik basar1 oranmna
sahip olmasina karsm c¢ok biiyiik farklilik gdstermemektedir. Degerlendirme lgeklerinin bir
kisminda sifir govdeleme ve sozliik tabanli, digerlerinde ek ¢ikarimli govdeleme basarilt
oldugu icin kurulacak modelde govdelemenin 6nemi c¢ok diisiiktiir. Bu sebeple diger
analizler gdvdeleme kaynakli yanlili§1 ortadan kaldirmak i¢in sifir govdeleme yontemine

gore gerceklestirilmistir.
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2.3.4. Kelime Gruplarimin Analizi

Divan edebiyatinda 6zellikle Fars¢a kelimelerde “-i, -1, -u, -ii” gibi sesli harfler ile
birbirine baglanilan kelimeler bir tamlamadir. Bu sebepten kelime gruplarmin analizinde ilk
olarak bu tamlamalarin tek kelime olarak belirlendigi veri seti ile yalin olarak belirlenen veri
setinin performans sonuglar1 karsilastirilmistir. Tablo 13°de gosterildigi lizere kelimelerin
yalin olarak veri setine eklendigi durumda basar1 orani tamlamalara gére daha yiiksektir.
Metin smiflandirmada kelimelerin anlamlar1 6nemli olmadigindan basar1 orani yiiksek
modeli kullanmak dogru secim olacaktir. Bu sebepten biitiin analizler kelimelerin yalin

olarak kullanildig1 veri setiyle gerceklestirilmistir.

Tablo 13. Veri Setine Tamlamalarin Dahil Edildigi Sonuglar

Y ontem Dogruluk Kappa Duyarlilik Hassasiyet  F Olgiitii
Yalin 91,26 0,908 87,95 91,91 89,89
Tamlamal1 87,58 0,869 84,56 89,39 86,91

Tamlamalarin analizi tamamlandiktan sonra kelimeler icin n-gram analizleri
gerceklestirilmistir. Bunun i¢in kelimelerin yalin olarak tutuldugu veriler 2-gram ve Ek
cikarimli gévdeleme ile beraber 2-gram yonteminin kullanildigi sonuglar karsilastirilmis ve
Tablo 14°de gosterilmistir. Govdeleme yontemleri igerisinde ek ¢ikarimli govdeleme basarili

sonug verdigi i¢in 2-gram yontemi ile beraber etkisi de smnanmustir.

Tablo 14. Kelimeler i¢in N-gram Sonugclar1

Yontem  Govdeleme Dogruluk Kappa Duyarlilik Hassasiyet F Olgiitii

Yalin Sifir 91,26 0,908 87,95 91,91 89,89
2-gram Sifir 91,45 0,910 88,13 92,44 90,23

2-gram  Ek Cikarimhi 91,03 0,906 87,60 92,48 89,97
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Tablo 14°de yer alan ii¢ yontemin degerlendirme sonuglari birbirine ¢ok yakin olmakla
beraber hassasiyet Ol¢iitii disinda biitiin 6lgiitlerde en basarili sonuglara sifir govdelemenin
gerceklestigi 2-gram yonteminde ulasilmistir. Bu nedenle en basarili yontem olarak bu

yontem se¢ilmis ve son modelde kullanilmastir.

2.3.5. Karakter Analizi

Divan siirleri sozciiklerine kadar ayristirilip analiz edildikten sonra harflerin beraber
kullanim dizilimleri ve sikliklarinin analizi karakter i¢in n-gram yontemi kullanilarak
gerceklestirilmistir. 2-gram ve 3-gram analizleri gergeklestirilmis olup analizlere iligskin
sonuclar Tablo 15°de sunulmustur. Burada 2-gram karakter analizlerinin sonug¢larinin biitiin
Olgekler tarafindan oldukga basarisiz oldugu agik bir sekilde goziikmektedir. Fakat 3-gram
karakter analizi her ne kadar karakter analizinin yapilmadig1 duruma gore basarisiz olsa da
basar1 oran1 oldukc¢a yiiksektir. Ancak sonu¢ olarak basar1 orani en yiiksek karakter
analizinin gergeklestirilmedigi durumlarda saptandigi i¢in kurulan modelde karakter analizi

gerceklestirilmemistir.

Tablo 15. Karakter Analizi Sonuglar1

Yontem Dogruluk Kappa Duyarlilik Hassasiyet  F Olgiitii
Karakter Analizi Yok 91,26 0,908 87,95 91,91 89,89

2-gram 71,53 0,701 67,76 71,37 69,52

3-gram 88,44 0,879 85,79 90,61 88,13

2.3.6. Filtrelenen Kelime Sayisinin Belirlenmesi

Diistik sikliga sahip kelimelerin model olusumuna etkisi az, ancak analizin
gerceklesme siiresine etkisi fazladir. Bu, modeli basar1 yoniinden zayif, olusturma siiresi
bakimindan hantal yapacaktir. Bu sebepten analize baglamadan sabit bir say1 belirlenip

ondan diisiik sikliga sahip kelimelerin modelden ¢ikarilmas: saglanir. Bu bilgiler 15181inda
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hi¢bir kelimenin budanmadigi, 3, 5, 10 ve 20 sikliktan az kelimelerin budandigi modeller

kurularak degerlendirme sonuglar1 Tablo 16°da gosterilmistir.

Tablo 16. Filtrelenen Kelime Sayisina Bagli Model Performanslari

Kelime Analiz

Sayist Siiresi Dogruluk Kappa Duyarlilik Hassasiyet F Olgiitii

Y Ontem

3’denaz 26 814 06:37:03 87,35 0,867 82,14 88,10 85,02
5’denaz 16896 04:31:43 90,33 0,898 86,13 91,68 88,82
10’denaz 9318  02:53:10 91,26 0,908 87,95 91,91 89,89

20’denaz 5020 01:49:14 90,84 0,904 87,47 91,66 89,52

Tablo 16’da gosterildigi kurulan modellerin analiz siireleri, filtrelenen kelime sayisi
ile ters orantilidir. Bu sebepten en hizli analiz 20°den az sikliga sahip kelimelerin ¢ikartildig:
model ile gerceklesmistir. Ancak biitiin performans 6l¢iitlerine gore en yiiksek basar1 10
sikliktan az kelimelerin budandig1 modelde ger¢eklesmesinden o&tiirii kurulacak modelde bu

yontem kullanilmistir.

2.4. Agirhklandirma Yonteminin Belirlenmesi

Agirliklandirma yontemi Sekil 3’de gosterilen Rapidminer programmin “Process
Document from Data” isleminin “Vektor Creation” 6zelligiyle belirlenmistir. Burada KC
icin “term occurrences”, VU i¢in ise “TF-IDF” opsiyonlar1 se¢ilerek modeller kurulmus ve

elde edilen sonuglar Tablo 17°de gosterilmistir.
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Sekil 3. Agirhiklandirma Y&nteminin Otomasyon Uzerinde Gdsterimi

KC yontemi i¢in gergeklestirilen testler neticesinde agirliklandirma iglemi kelimelerin
dokiimanda bulundugu sikliklara gore belirlenimistir. Siklik yerine kelimenin dokiimanda
bulunup bulunmamasini esas alan ikili (varlik/yokluk ya da 1/0) agirliklar basarisiz sonug
verdiginden kullanilmamistir.

Gergeklestirilen denemeler neticesinde;

e Tablo 4’de belirtilen TS metotlarmdan siklik yontemi,
e Tablo 5’de belirtilen yontemlerden TDS,
e Tablo 6’da belirtilen normallestirme yontemlerinden kosiniis yontemi,

kullanilarak VU olusturulmustur.

Tablo 17. Agirliklandirma Y 6ntemi Sonuglari

Yontem Dogruluk Kappa Duyarlillk Hassasiyet  F Olgiitii
KC 90,28 0,898 86,06 92,76 89,28
vu 91,26 0,908 87,95 91,91 89,89

Tablo 17’de gosterilen performans Olciitii degerleri dikkate alindiginda VU
yonteminin dogruluk, kappa, duyarlilik ve f dlgiitii i¢in basarili oldugu KC modelinin ise
yalnizca hassasiyet 6lgeginde basar1 oraninmn yiiksek oldugu ortaya ¢ikmustir. Her ne kadar

iki yontem arasinda biiylik farklar bulunmasa da hassasiyet hari¢ biitiin performans
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degerlendirme oOlgeklerinde VU yontemi daha basarilt oldugu icin model kurulumu

esnasinda VU kullanilmistir.

2.5. Smiflandirma Analizinin Secilmesi

Smiflandirma Analizleri ceteris paribus durumda gercgeklestirilmistir. Daha agik bir
ifade ile her siniflandiricinin model kurulumunda diger etkileri ortadan kaldirmak i¢in ayn1
on iglemler uygulanmigtir. Smiflandirma analizi Sekil 4’te gosterildigi lizere Rapidminer
programinin “% Validation” isleminin alt iglemlerinde gergeklesmistir. Smiflandirmanin
egitim asamast ‘“Training” bolimiinde, test asamasi ise “Testing” boliimiinde
gerceklestirilmistir. Egitim asamasinda KEK algoritmalar1 “k-NN”, NB yontemleri “Naive
Bayes”, KA metotlar1 “Decision Tree”, DVM yontemi “Polynominal by Binominal
Classification” iglemleri kullanilarak gerceklestirilmistir. Kurulan her model yalnizca bir
smiflayici islem segilerek gereklestirilmistir.
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Sekil 4. Siniflandirma Analizleri Kargilagtirmasi

Test asamasinda “Apply Model” islemi ile test verileri kurulan modele gore teste tabi
tutulmustur. Modelin performanst da “Performance” islemi ile gerceklestirilerek
degerlendirme Slgiitleri hesaplanmistir. Bu bilgiler 151gmda biitlin smniflandirma analizleri
ayr1 ayr1 kurularak 7 farkli model olusturulmustur. Kurulan biitiin siniflandirma modellerine

iliskin analiz sonuglar1 Tablo 18’de gdsterilmistir.
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Tablo 18. Siniflandirma Analizi Sonuglar1

Y ontem Ozellik  Dogruluk Kappa Duyarlilik Hassasiyet  F Olgiitii

KEK- KBO k=3 34,22 0,311 31,82 37,19 34,30
KEK- OUO k=3 34,33 0,313 31,91 37,51 34,48
NB 18,40 0,167 10.48 69,99 18,23
CNB 75,92 0,745 61,56 65,79 63,60
KA C4.5 79,62 0,786 77,82 79,58 78,69
DVM c=0 91,26 0,908 87,95 91,91 89,89

Tablo 18’de gosterilen KBO ve OUO 6lgiim ydntemleri ile hesaplanan KEK
smiflandiricilari i¢in biitiin basar1 6l¢iitleri %40’ n bile altinda kaldig1 i¢in olduk¢a basarisiz
olmustur. Bu yontemlerde yapilan testler neticesinde “k” parametresinin optimum degeri “3”
olarak tespit edilmistir. Diger “k” degerlerinde mevcut basarilara bile ulasilamamistir. Her
ne kadar KBO ve OUO disindaki diger 6lgiim yontemleri kullamlarak KEK smniflandiricisi
olusturulup test edilse de basar1 oraninda herhangi bir artis saptanmamistir. Bu sebepten
calisma kapsaminda kullanilan veri seti icin KEK smiflandiricisi basarisiz olmustur.

NB smiflandiricisina ait sonuglar da basarisiz olmustur. Hassasiyet 6l¢iitii digindaki
Olctim degerleri %20’nin bile altinda gergeklesmistir. Sadece hassasiyet 6l¢iitii goreli olarak
yiiksek ¢ikmustir. Fakat %69,99 olan bu deger bile hem yeteri kadar yiiksek degildir hem de
sadece bir Olglim degerinin yiiksek olmasi herhangi bir anlam tagimamaktadir. NB
yonteminin 6zellesmis durumu olan CNB yontemi %75,92 dogruluk ve %63,60 f-6l¢iitii
degerleri ile kendinden 6nceki yontemlere gore basarili olurken istenilen diizeyde degildir.

KA modelleri icerisinde gergeklestirilen 6n testler neticesinde veri setine en uygun
algoritmanin C4.5 oldugu tespit edilmistir. Bu sebeple KA siniflandirmas1 C4.5 algoritmast
kullanilarak gerceklestirilmistir. KA siniflandirmasi en yiliksek degerlendirme o6lgiitiine
%75,92 ile dogruluk degerinde ulagmis olmasma ragmen basar1 oran1 diger
smiflandiricilarin altinda kalmistir.

Tablo 18’de gosterilen smiflandirma yontemlerine ait basar1 sonuglari incelendiginde

degerlendirme Ol¢iitlerinin hepsine gore en yiliksek basart DVM yodnteminde gerceklesmistir.
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DVM yontemi i¢in gerceklestirilen 6n testler neticesinde “c” parametresinin optimum degeri
“0” olarak tespit edilmistir. Bu sebepten “c” parametresinin degeri “0” olarak alimustir.

Iki sairin karsilastirmasi sirasinda biitiin smiflandirma ydntemlerinin basar1 orani
yiiksek gergeklesmis olmasina karsin, 25 sair i¢in yapilan karsilastirmada DVM disindaki
biitiin yontemlerin basarilar1 dnemli diizeyde diismiistiir. Buradan yola ¢ikarak ilgili veri seti
icin sair sayismin arttigt durumda yalnizca DVM  yonteminin bagarili oldugunu

sOyleyebiliriz. Bu sebepten kurulan modeldeki biitlin analizler DVM ile gerceklestirilmistir.



3.BULGULAR

Divan sairlerinin eserlerine erismek i¢in oldukea titiz bir ¢caligma yiiriitiilerek Tablo

19°da gosterilen 25 saire ait toplam 7148 esere ulasilarak veri seti olusturulmustur. Calisma

kapsaminda ¢apraz dogruluma kullanildig1 i¢in egitim ve test veri seti ayrilmamistir. Biitiin

veriler doniistimlii olarak hem egitim i¢im hem de test i¢in kullanilmistir. Egitim veri seti

sadece s06z konusu 25 saire ait eserler icerdiginden ¢aligma kapsaminda olusturulan sair

tanima sistemi sadece ismi gecen sairler i¢cin dogru sonug iiretmektedir.

Tablo 19. Sair Isimleri ve Eser Sayilar

Sair Say1 Sair Say1

Adli Divani 145 Cem Sultan Divani 304
Adni Divani 97 Dukakinzade Ahmet Divan1 295
Agah Divam 338 Edirneli Nazmi 477
Ahmed-i Dai Divani 303 Emri Divani 523
Ahmet Pasa Divani 389 Esad Divani 270
Akif Divani 196 Esad1 Bagdadi Divani 315
Amri Divani 103 Fatin Divani 258
Asik Celebi Divani 161 Fedayi Divani 378
Avni Divani 90 Fuzuli Divani 340
Aziz Mahmud Hiidayi Divan 206 Nedim Divani 390
Baki Divani 431 Seyh Galip 448
Bosnal1 Sabit Divani 374 Zati Divani 205
Bursali Talip Divani 112 Toplam 7148

Yazar tanima islemi gerceklestirilmeden once ilk olarak iki sair segilerek eserleri

karsilagtirilmigt. Bu karsilagtirma neticesinde %93,92 gibi yiiksek bir basar1 oranina

ulasildig i¢in 25 sair i¢in sézciik tabanli yazar tanima sistemi gerceklestirilmistir. Yazar

tanima sistemi i¢in kurulacak modelin basar1 oranini yiikseltmek i¢cin 20 farkli model
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kurulmustur. Bu modellere iliskin gergeklestirilen islemler ¢aligmanin 2. boliimii olan
“Yapilan Caligmalar” kisminda anlatilmistir. Modellerin karsilastirilmasi dogruluk, kappa
katsayisi, duyarlilik, hassasiyet ve f-6l¢iitii performans degerlendirme 6lgekleri kullanilarak
gerceklestirilmistir.

Kurulan modeller neticesinde en bagsarili model tespit edilerek yazar tanima iglemi i¢in
model kurulumu tamamlanmistir. Bunun i¢in yapilan islemler Rapidminer 5.3 programi

araciligiyla gerceklestirilmis olup ana hatlar1 Sekil 5°de gosterilmistir.
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Sekil 5. Rapidminer'da Gergeklestirilen Ana Islemler

Sekil 5°de ana adimlar1 gosterilen modelde ilk olarak dosyalarin bulundugu konumlar1
belirlemek icin “Set Macros” ile makro olusturulmustur. Daha sonra CSV formatina
cevrilmis veriler “Read CSV” iglemi ile programin igerisine aktarimistir. Bu veriler
“Process Documents from Data” islemi ile etkisiz kelimelerin ¢ikarilmasi, kelime gruplari,
karakter analizi ve gdvdeleme gibi 6n islemler ve VU agirliklandirma yontemi islemlerine
tabi tutulmustur. Bu islem sonucunda kelimelerine kadar ayristirilan veri seti “Store Word
List” islemi ile yeni siir girilecegi zaman kullanilmak amaciyla kaydedilmistir. Ardindan
“Validation” iglemi ile dogrulama, smiflandirma ve degerlendirme siirecleri
gerceklestirilmistir. Bu islemden sonra yeni veri girisinde kullanilmak {izere model ve
performans sonuglar1 “Store Model” ve “Store Performance” islemleri araciligiyla

saklanarak siire¢ son bulmustur.
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Ana hatlar ile gosterilen modelin ayrmtili ¢iktist ek-1’de gdsterilmistir. S6z konusu
modelin kurulumu sirasinda yapilan ¢aligmalar neticesinde kullanilmasina karar verilen 6n
islemler, agirliklandirma ve dogrulama yontemleri ile smiflandirma analizi belirlenip

asagida anlatilmistir.

3.1. On islemler ve Agirhklandirma Yontemi

Calisma kapsamma Ilk olarak dokiimanlar sisteme eklenip standartlastirilarak
kelimelerine kadar ayristirilmistir. Sonrasinda modeli yanlis yonlendirecek etkisiz kelimeler
cikarilarak kelime grubu islemleri gerceklestirilmistir. Son olarak filtrelenecek kelime sayist
ve agirliklandirma yontemi belirlendikten sonra 6n islemler ile agirliklandirma yontemleri
tamamlanmistir. Yapilan ¢aligmalar neticesinde yazim hatalarinin tespiti, gévdeleme ve
karakter analizlerinin modele katkisi istenilen diizeyde gerceklesmediginden sistemde
kullanilmamustir. Gergeklestirilen 6n islemeler ve agirliklandirma yonteminin Rapidminer
programui iizerinde gercgeklestirilen islemlerin hepsi Sekil 6’de gosterilmistir.

Sekil 6’da ilk olarak sairlere ait PDF formatinda tutulan veriler birlestirilerek
sistematik bir format olan CSV formatma doniistiiriilmiistiir. Bu islem PDF dosyasindaki
verilerin sistematik olmamasindan dolay1 otomatik bir sekilde yapilamamis ve oldukga
zaman almistir. Dokiimanlar olusturulurken her bir divan siiri bir dokiiman olarak
belirlenmistir. Bu sebepten toplam 7148 divan siiri egitim veri seti olarak degerlendirilmistir.

CSV dosyasi olustuktan sonra on islemler “Process Documents from Data”
diigiimiiniin alt islemlerinde gercgeklestirilmistir. Sadece filtrelenecek kelime sayisinin
belirlenmesi agirliklandirma yontemi ile beraber ilgili diiglimiin kendi 6zellikleri icerisinde

belirlenmistir.
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Sekil 6. Kullanilan On Islemler

Verileri standartlastirma icin ilk olarak alt islemler icerisinden “Replace Tokes”

T3] 7332)
1 1

islemiyle veri setinde bulunan biitiin “I”’ harfleri harfine ve “I” harfleri harfine
donistiiriilmistiir. Bu islemden sonra “Transform Cases” islemi ile biitiin karakterler kiiglik
harfe doniistiiriilmiistiir. Dil ¢aligmalarinda biiylik ve kiiclik harfler farkli karakter olarak
algilandigindan bu diizeltmenin yapilmasi bir elzem olmustur.

Harf doniistimleri gergeklestirildikten sonra “Tokonize” islemiyle veri setinde harfler
disinda bulunan rakam, noktalama isareti gibi biitliin karakterler ¢ikarilarak veri seti
kelimelerine kadar ayrigtirilmigtir. Sozciik tabanli yazar tanima islemi gerceklestirilecegi
icin rakam ve noktalama isaretleri veri setini hem sisirmekte hem de yanlis
yonlendirmektedir. Bu sebeple c¢ikarilmislaridir. Ayrica model kelimelerin sikliklarina
dayali kurulacag i¢in veri seti kelimelerine kadar ayristirilmastir.

Bir sonraki igslem olan etkisiz kelimelerin ¢ikarilmasi i¢in “Filter Tokens (by Length)”
ozelligi kullanilmigtir. Veri seti divan edebiyatina 6zel kelimeler igerdiginden literatiirde

Tiirk¢e i¢in kullanilan etkisiz kelime listelerinin kullanilmasi, modeli yanlis etkileyebilecegi
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icin tercih edilmemistir. Bu sebepten etkisiz kelimeler i¢in herhangi bir liste olusturulmamis
sadece kelime uzunlugu 3 harften kiiciik olanlar etkisiz kelime olarak belirlenip sistemden
cikarilmistir.

Etkisiz kelimeler ¢ikarildiktan sonra kelime gruplarmin analizi gergeklestirilmistir.
Programin “Generate n-gram (terms)” islemi ile gergeklestirilen bu analizde en basarilt
sonuclara erigsmek i¢in cesitli denemeler gerceklestirilmistir. Bu ¢aligsmalar neticesinde 2-
gram yonteminin kullanildig1 durumda model en basarili sonuglar1 saglamistir. Bu sebepten
modelde 2-gram yontemi kullanilmistir. Bu iglemin tamamlanmas: ile beraber “Process
Documents from Data” diigiimiiniin alt islemleri tamamlanmis olur.

Alt islemlerin tamamlanmasi ile diiglimiin kendi 6zelliklerinden birisi olan “Prune
Method” ile filtreleme yontemi belirlenmistir. Filtreleme yontemi sabit bir sikliktan az siklik
degerine sahip kelimelerin filtrelenmesi i¢in “Absolute” olarak belirlenmistir. Daha sonra
filtrelenecek kelime sayismi belirlemek i¢in “Prune Below Absolute” islemi kullanilmastir.
Burada yapilan ¢aligmalar neticesinde veri seti i¢in en uygun filtreleme sayis1 10 olarak
belirlendigi i¢in siklik sayis1 10’dan az olan kelimeler modelden ¢ikarilmistir.

Son olarak “Process Documents from Data” igleminin “Vector Creation” parametresi
ile agirliklandirma yontemi gergeklestirilmistir.  Yapilan ¢alismalar neticesinde
agirhiklandirma i¢in VU yonteminin KC yontemine gore basar1 oran1 daha yiiksek ¢ikmustir.
Bu nedenle kurulan modelde VU yontemi kullanilmistir. VU yonteminde terimi metin
icerisinde ifade etmenin TS, TDS ve Normallestirme Ozelliklerinin farklilagmasina gore
bir¢ok farkli yolu bulunmaktadir. Gergeklestirilen testler neticesinde VU yontemi igin
kurulan vektoriin 6zellikleri;

e Tablo 4’de belirtilen TS metotlarindan ikinci siradaki “f yontemi”,
e Tablo 5’de belirtilen TDS yontemlerinden “t yontemi”,
e Tablo 6’da belirtilen normallestirme yontemlerinden “t yontemi”,

seklinde belirlenmistir.

3.2. Dogrulama Yontemi ve Siniflandirma Analizi

Tez calismasi kapsaminda kullanilan dogrulama yontemi, Sekil 7°de gosterildigi tizere
10’lu c¢apraz dogrulama yontemidir. Burada segilen “X-Validation” yOntemi c¢apraz
dogrulamay1 gosterirken “number of validation” segenegi de dogrulama sayisini

gostermektedir.
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Sekil 7. Capraz Dogrulama Yonteminin Kullanimi

Ayirma yontemi kullanildiginda modeli ezberlemeye yol agabilecegi ve yapilan testler
neticesinde performansi diisiik oldugu i¢in tercih edilmemistir. Capraz dogrulamada ise
model kurulumu ayrma yontemine gore daha yavas gerceklesecek olmasina ragmen
herhangi bir zaman kisit1 olmadig1 i¢in bu sorun 6nem teskil etmemistir. Capraz dogrulama
icin 10’lu dogrulamanin optimum oldugu belirlenmis ve analizler 10’lu ¢apraz dogrulama
yontemi kullanilarak gergeklestirilmistir.

Calisma kapsaminda kullanilan siniflandirma yontemini belirlemek i¢in birgok farkli
model kurularak basarilar1 test edilmistir. Bunlar KBO ve OUO 6l¢iim degerleri ile KEK,
NB ve onun 6zellesmis durumu olan CNB, KA, LR ve DVM yontemleridir. Bu yontemler
icerisinde en basarili sonuclara DVM ile erisildigi i¢in siniflandirma islemi DVM ydntemi
kullanilarak gergeklestirilmistir.

Rapidminer programinda smiflandirma ve degerlendirme islemleri Sekil 7°de
gosterilen “Validation” diiglimiiniin alt islemlerinde gerceklesmektedir. Bunun nedeni
smiflandirma islemiyle dogrulamanin ayri bir sekilde diisliniilemeyecek olmasidir. Bu

stirece ait iglemler Sekil 8’de gosterilmistir.
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Sekil 8. Siniflandirma Analizleri

Veri seti Sekil 8°deki is akiginda “Training” boliimiinde egitime, “Testing” kisminda
teste tabi tutulmustur. Egitim boliimiinde “Polynominal by Binominal Classification” islemi
ile beraber DVM smiflandirmas: gerceklestirilmistir. DVM yontemi kendi algoritmasi
geregi iki siiflidir. Ancak veri setinde 25 sair bulundugu icin veri seti ikiden fazla yani ¢ok
smiflidir. Bu durumu ortadan kaldirmak i¢in Sekil 9°da gdsterildigi lizere Rapidminer’in
“Polynominal by Binominal Classification” igleminden yararlanilir.

Test asamasinda ilk olarak “Apply Model” islemi ile egitilerek modeli kurulan veriler
test verileri ile teste tabi tutulurlar. Ancak bu verileri sadece test etmek yeterli degildir. Test
edilen verilerin basarilarini da gézlemlemek veya kayit altina almak gereklidir. Bu sebepten
“Performance” islemi ile modele iliskin degerlendirme oOlgekleri belirlenir. Ancak
dogrulama i¢in 10-Iu ¢apraz dogrulama kullanildigi i¢in bu islemler 10 defa tekrarlanmistir.
Her bir modele ait degerlendirme sonuglarinin aritmetik ortalamasi genel degerlendirme

sonuclarini olusturmustur.

= - = W = ® & 4
& Polynominal by Binominal Classification
| classification strategies
SVM, 1= [} use locai random seed
@ tra mad [ [
| 1 against all -
{"'\I est [y iagainstal 00 |
1d el Bl vebact by
J = } 1 against 1
=xa ) exhaustive code (ECOC)
® random code (ECOC]

Sekil 9. DVM Kullanimi1
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DVM yontemini ¢ok terimli smiflandirmada kullanmak i¢in her bir terime karsilik
diger biitiin terimleri simiflandirmak gerekir. Ancak bu durumda Sekil 10°da gosterildigi gibi
her bir smnif i¢in ayr1 smniflandirma gergeklestirilir. Sonug olarak siniflandirma sonuglart

birlestirilerek DVM siniflandiricisi olusturulur.

§)) ADNivs. all other (svi) §) DUKAKIN-ZADE AHMET vs. all other (sviv)
) AGAHvs. all other (svm) ) EMRIvs. all other (svm)

§ AHMET PASAvs. all other (svm) fy ESAD vs. all other (svm)

§ AHMET DAl vs. all other (svm) fy FATINvs. all other (svm)

f) AKIFvs. all other (svm) fy) FEDAYivs. all other (svm)

G AMRIvs. all other (svi) fy NEDIM vs. all other (svm)

f) ASIK CELEBIvs. all other (svim) ) SEYH GALIPvs. all other (svm)
§y AVNIvs. all other (svm) f) FUZULIvs. all ather (svm)

fy) AZIZ MAHMUD HUDAYI vs. all other (svi) fy) BAKIvs. all ather (svm)

§y ESADIBAGDADI vs. all other (v} fy ZATlvs. all other (svm)

§y BOSMALI SABIT vs. all other (sv) f) ENvs. all other (svm)

§y BURSALI TALIP vs. all other (svm) fg AL vs. all other (svm)

fy' CEM SULTAN vs. all other (svi)

Sekil 10. DVM Smiflandirict Karsilagtirmalari

DVM smiflandiricist igerisindeki karsilagtrmalara 6rnek teskil etmesi icin ilk
incelenen divan olan Adni Divani ile diger divanlarin karsilastirma sonuglarini igeren sa¢ilim
grafigi Sekil 11°de gosterilmistir. Grafikten de anlagilacagi iizere verilerin biiylik cogunlugu
diger divanlarda yogunlagmistir. Ancak Adni Divani’nda bulunan terimler sayica az
oldugundan smiflandirict i¢in 6nem diizeyi yliksektir. Bu hesaplamalar neticesinde DVM

icin siniflandirma iglemi gergeklestirilmistir.
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Sekil 11. Adni-Digerleri Sagilim Grafigi

terim

ADNI

Model kurulumu, smiflandirma analizlerinden sonra degerlendirme Olgiitlerinin

hesaplanmasi ile son bulmustur. Kurulan modelde kullanilan yontemleri gésteren meta

veriler Tablo 20°de gosterilmistir.

Tablo 20. Kurulan Modelin Meta Verileri

Et kisiz . , Kelime Karakter Kelime  Agirliklan- Smiflandir-

Kelimelerin Go6vdeleme . :
Gruplar1 Analizi Filtreleme dirma ma

Cikarilmasi

Kelime Sifir
Uzunlugu , 2-gram Yok 10 VU DM

: Govdeleme
3'den Kisa

Yazar tanima i¢in arastirilan 6zelliklerin basar1 oranin1 maksimize etmek i¢in 20 farkl

model kurulmus ve en yiiksek basar1 oranmna Tablo 20°de gosterilen parametre degerleri

neticesinde ulasilmistir. Bu bilgiler 1518inda gergeklestirilen modelde 3 harften kisa
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kelimeler etkisiz kelime olarak belirlenerek ¢ikarilmis, sifir gdvdeleme uygulanmis, 21i
kelime grubu kullanilmig ve karakter analizi gerceklestirilmemistir. Daha sonra 10
kelimeden az sikliga sahip kelimeler filtrelenerek VU ile agirliklandiriip DM ile
smiflandirma gergeklestirilmistir. Ayrica 10’1u ¢apraz dogrulama yontemi kullanilmigtir.
Bu bilgiler 151831nda kurulan modele iliskin degerlendirme sonuglar1 Tablo 21°de yer

almaktadir.

Tablo 21. Modelin Degerlendirme Sonuglar1

Yontem  Dogruluk Kappa Duyarlilik Hassasiyet F Olgiitii

Sonuglar 91,45 0,910 88,13 92,44 90,23

Tablo 21°de gosterilen sonuglara gére modelde %91,45’lik dogruluk Slciitiine 0,910
kappa degerine, %488,13 duyarlilik, %92,44 hassasiyet ve %90,23 f-Ol¢iitii degerine
ulagilmistir. Buradan yola ¢ikarak kurulan modelin mevcut yazarlara ait bir divan siirinin

sairini %91,45 olasilikla dogru tahmin edecegini sOylemek miimkiindiir.

3.3. Divan Sairlerini Tanimada Etkili Kelimeler

Yazar tanima iglemi i¢in kurulan model neticesinde edebi agidan 6nemli bazi ¢iktilara
ulagilmigtir. Bu ¢iktilar her bir sairin belirlenmesini istatistiksel olarak fazla etkileyen 6nemli
kelimelerdir. Kurulan son modelde ikili kelime gruplarinin veri setinde bulunmas1 anlamli
bulundugu i¢in kelime listelerinde istatistiksel olarak dnemli bulunan kelimelerin yaninda
ikili kelime gruplar1 da yer almaktadir.

Veri setinde bulunan biitiin kelimelerin her bir yazar i¢in agirlik degeri olugsmasina
ragmen bazi kelimelerin agirlik degerleri digerlerine gore daha yiiksektir. S6z konusu
yiiksek degerler ilgili sairin se¢imini olumlu yonde etkileyen kelimelerdir. Bahsi gegen
onemli kelime listeleri her bir yazar igin ayr1 bir sekilde Tablo 22-46’da gdsterilmistir.

Tablo 22-46’da gosterilen biitiin divanlar i¢cin Divan Edebiyatinda mahlas denilen
sairin isminin en anlaml kelime oldugu goze carpmaktadir. Onun diginda kalan 6nemeli

kelimeler ise sairlere gore farkliliklar gostermektedir.
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Tablo 22. Adli Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
adli hicr milk yeg
fikri muhal her gece fulfiil enis
rakib hirka kuy firak
munis sufi lulu gamgin
dastan berk

I1k etkili kelimeler Adli Divan1 icin hazirlanmis olup Tablo 22’°de gdsterilmistir. Sz

konusu onemli kelimelere gore ‘“hicr”, “milk” ve “yeg” olumlu ydnde en belirleyici

kelimelerdir. Ayrica “fikri muhal” ve “her gece” tamlamalar1 da beraber kullanilan 6nemli

kelime gruplaridir.

Tablo 23. Adni Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
adni bigi yiz lale
milk cesme gamze yas

tan degiil cennet icre zilif hadd
boy sen can 1sk

Avni Divan’ndan sonra en az eser sayisina sahip Adni Divani’nda Tablo 23’de

gosterildigi lizere toplam 16 adet 6nemli kelime tespit edilmistir. Bu onemli kelimeler

199 ¢

icerisinde “bigi”, “yiiz” ve “lale” kelimeleri olumlu yonde en belirleyici kelimeler olarak

tespit edilmistir. Ote yandan “tan degiil” ve “cennet icre” ikili kelime gruplar1 da beraber

kullanilan 6nemli kelime gruplaridir.
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Tablo 24. Agah Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
agah stih gamze hiin
sliz hursid arzil biiy
dehr mamiir ciis1 hamug

Calisma kapsaminda incelenen eser sayisi bakimindan fazla esere sahip sairlerden
birisi olan Agah Divani i¢in Tablo 24’de gosterilen 6nemli kelimelere gore “stih”, “gamze”
ve “hiin” kelimeleri olumlu yonde en belirleyici kelimeler olarak belirlenmistir. Buna karsin

Agah Divani i¢in hi¢bir tamlama istatistiksel olarak dnem teskil etmemistir.

Tablo 25. Ahmed-i Dai Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
dai gonge cazu miisk
leb incii ahd masuk
bad1 saba bade ab1 hayat ruzigar

hiisn letafet

Yaklasik 300 eserinin incelendigi Ahmed-i Dai Divani i¢in toplam 13 adet 6nemli
kelime belirlenmis ve Tablo 25’de gdsterilmistir. S6z konusu 6nemli kelimelerden “gonge”,
“cazu” ve “miigk” kelimeleri olumlu yonde en belirleyici kelimeler olarak karsimiza
cikmaktadir. Bu divan i¢in “badi saba”, “ab1 hayat” ve “ hiisn letafet” tamlamalar1 da yiiksek
derecede 6nem teskil eden kelime gruplaridir. Tepsit edilen 13 6nemli kelimeden 3 tanesinin
tamlama olmasi acisindan Ahmed-i Dai’nin siklikla tamlama kullandig1 6ngoriilebilir.
Ancak bunun kesin olarak belirlenmesi i¢in daha kapsamli bir ¢calismanin gerceklestirilmesi

gerekmektedir.
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Tablo 26. Ahmet Pasa Divan1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
ahmed zulif dogru yiiz
ahmed gibi cemal kas leb
her gece rakib hiisn 1yd

Calisma kapsaminda toplam 389 eseri incelenen Ahmet Pasa Divani’nda Tablo 26°da

gosterildigiiizere 12 kelime 6nemli olarak kabul edilmistir. Bu kelimeler igerisinden “ziiliif”,

“dogru” ve “yiiz” olumlu ydnde en belirleyici kelimelerdir. Ikili kelime gruplari

incelendiginde sairin ismi olan “ahmed” kelimesi ile “gibi” kelimesinin beraber kullanildig:

“ahmed gibi” ikili kelime grubunun 6nemli oldugu ortaya

cikmistir. Buradan sairin

kendinden bahsederken siklikla “ahmed gibi” ifadesini kullandigi anlasilmaktadir. Onun

diginda “her gece” kelime grubu da 6nem teskil eden bir bagka kelime grubu olmustur.

Tablo 27. Akif Divan1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
akif hatir muhlis peyrevlik
gece ziilal cenab firkat
hayal kuse hazret nazim

Akif Divani i¢in gerceklestirilen analizler neticesinde Tablo 27°de gosterildigi iizere

toplam 12 kelime onemli olarak belirlenmistir. Bu 6nemli kelimeler igerisinden “hatir”,

“muhlis” ve “peyrevlik” kelimeleri olumlu ydnde en belirleyici kelimelerdir. Ote yandan

ilgili divan i¢in herhangi bir kelime grubu 6nem teskil etmemistir.

Tablo 28. Amri Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
amri bir giizel buse miiskin
sim kafur ciger biit
gamze namus miisevves lale gibi
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29 ¢C

Amri Divani i¢in Tablo 28’de gosterilen 6nemli kelimelere gore “buse”, “miiskin” ve
“sim” kelimeleri olumlu yonde en belirleyici kelimelerdir. Bu divan i¢in “bir giizel” ve “lale

gibi” tamlamalar1 biiyiik derecede 6nem teskil eden kelime gruplar1 olmustur.

Tablo 29. Asik Celebi Divan1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
agik 1y$ enduh tig
himmet mesel devlet askeri
peyman el reyhan gerdun
surahi ilahi kang1 nisan

Asik Celebi Divani i¢in Tablo 29°da gosterildigi tizere toplam 16 adet 6nemli kelime
tespit edilmistir. Bu kelimelere gore “1ys”, “enduh” ve “tig” olumlu yonde en belirleyici
kelimelerdir. Dikkat edilecek bir baska husus “devlet”, “askeri” ve “ilahi” gibi kelimeler
Asik Celebi’nin eserlerinin konularinin belirlenmesi i¢in 6nemli kelimeler olarak karsimiza

cikmistir. Diger taraftan bu divan i¢in herhangi bir kelime grubu 6nem teskil etmemistir.

Tablo 30. Avni Divani1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
avni hanger allah hatir
mar miije uryan revnak
zevk nus hecr emir
gamze firdevs geda niizul
dilber giil

Calisma kapsaminda en az eser sayisina sahip Avni Divani i¢in toplam 18 dnemli
kelime tespit edilmis olup Tablo 30°da gdsterilmistir. S6z konusu onemli kelimelere gore
Avni Divam i¢in “hanger”, “allah” ve “hatir” kelimeleri olumlu yonde en belirleyici
kelimeler olarak karsimiza ¢ikmustir. Ote yandan bu divan igin herhangi bir kelime grubu

onem teskil etmemistir.
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Tablo 31. Aziz Mahmud Hiidayi Divan1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
hiida mevla meded allah
esirgemek varlik katre ihsan
tevhid nefis cenab kul
sultan biilbiil gaflet

Aziz Mahmud Hiidayi Divani i¢in Tablo 31°de gosterilen onemli kelimelere gore

“mevla”, “meded” ve “allah” kelimeleri olumlu yonde en belirleyici kelimelerdir.

Tablo 32. Baki Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
baki ask sak1 miirg
lillu gam gonca nihal
cam ney sultan murad hvace
cerag visal husrev nevbahar
kaski niikte el

Tablo 32°de gosterilen onemli kelimelere gore Baki Divani i¢in “ask”, “saki” ve

“miirg” kelimeleri olumlu yonde en belirleyici kelimelerdir. Bu divan igin “sultan murad”

kelime grubu biiyiik derecede onem teskil eden tamlamadir.

Tablo 33. Bosnali Sabit Divani1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
sabit sultan kumas pir
satha sahingeh sadir harun
suzan ihlas kilk biz
giilsen derun maraz pare

ilag
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Tablo 33’de gosterilen 6nemli kelimelere gore Bosnali Sabit Divani i¢in “sultan”,
“kumas” ve “pir” kelimeleri olumlu yonde en belirleyici kelimelerdir. Bu divan i¢in hi¢bir

tamlama 6nem teskil etmemistir.

Tablo 34. Bursali Talip Divan1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
talib gitmemek avaz hayal
yusuf gam giil suhan
mevc siyeh arzu miigkil
sahbaz nesve agus kiisade
semend perde

Tablo 34°de gosterilen 6nemli kelimelere gore Bursali Talip Divani i¢in “gitmemek”,
“avaz” ve “hayal” kelimeleri olumlu yénde en belirleyici kelimelerdir. Ote yandan ilgili

divan i¢in hi¢bir tamlama dnem teskil etmemistir.

Tablo 35. Cem Sultan Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
cem herdem gem kiiy
sanem vakit gamzen oki hatun
dost derd hayal 15k
zilif miisg leb yad
cadii gamze

29 <6

Tablo 35°de gosterilen 6nemli kelimelere gore “herdem”, “gem” ve “kily” kelimeleri
olumlu yonde en belirleyici kelimelerdir. Bu divan i¢in “gamzen ok1” ikili kelime grubu

biiylik derecede 6nem teskil eden tamlamadir.
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Tablo 36. Dukakinzade Ahmet Divani1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
ahmed dost cah habib
vahdet cehd etmek dilber sag
zahid hiida gus cehd
goncaleb sufi kati hiiseyn

Tablo 36’da gdsterilen 6nemli kelimelere gore “dost”, “cah” ve “habib” kelimeleri

olumlu yonde en belirleyici kelimelerdir. Bu divan i¢in “cehd etmek” kelime grubu énem

teskil eden ikili kelime grubudur.

Tablo 37. Edirneli Nazmi Divani1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
dust nazim ana afitab
stirur ejdeha vedduha muhibbi
saba stiha vefa hecr
revani mehlika son dilara
seyda

Tablo 37°de gosterilen 6nemli kelimelere gore “dust”, “ana” ve “afitab” kelimeleri

olumlu yonde en belirleyici kelimelerdir. Ote yandan ilgili divan i¢in hi¢bir tamlama énem

teskil etmemistir.

Tablo 38. Emri Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
emir gami hatt mahi
ahu afitabi murg rah

kas ust yusuf dehani
serab gam tifil
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Calisma kapsaminda 523 eseri incelenerek en fazla eser sayisina sahip Emri Divani
icin Tablo 38’de gosterildigi lizere toplam 15 6nemli kelime tespit edilmistir. S6z konusu
onemli kelimeler igerisinden “gami”, “hatt” ve “mahi” kelimeleri olumlu ydnde en
belirleyici olanlaridir. Buna karsin ilgili divan i¢in herhangi bir ikili kelime grubu 6nem

teskil etmemistir.

Tablo 39. Esad Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
esad ruy gonca plirtab
tab yar mecaz mihir
ayan humar tig hecr
tahsil fikr nigah ahir

% ¢¢

Tablo 39°da gosterilen 6nemli kelimelere gore “ruy”, “gonca” ve “plirtab” kelimeleri
olumlu yonde en belirleyici kelimelerdir. Bu divan i¢in hi¢bir tamlama biiyilik derecede 6nem

teskil etmemistir.

Tablo 40. Esad-1 Bagdadi Divan1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
esad miirg lal cus
goniil riy civan gonce
zincir kiise mily kadi
asina giis zan pay
niis takat reng

Tablo 40°da gosterilen onemli kelimelere gore “miirg”, “lal” ve “cus” kelimeleri
olumlu ydnde en belirleyici kelimelerdir. Ote yandan bu divan i¢in hi¢bir tamlama biiyiik

derecede 6nem teskil etmemistir.
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Tablo 41. Fatin Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
fatin hasret efendi rical
alem abdiilmecid akl gaddar
tig bicare allah leyla
peyrev togri seh tab
iltifat

Tablo 41°de gosterilen dnemli kelimelere gore “hasret

efendi” ve “rical” kelimeleri

olumlu yonde en belirleyici kelimelerdir. Ote yandan bu divan i¢in higbir tamlama biiyiik

derecede 6nem teskil etmemistir.

Tablo 42. Fedayi Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
fida bigi can kol
lokman istemek her nazar geh geh
miistilman stibhesiiz dilemek kadem
degiil ayni onsuz cerh

Tablo 42°de gosterilen Fedayi Divani i¢in 6nemli kelimelere gore “bigi”, “can” ve

“kol” olumlu yonde en belirleyici kelimelerdir. Bu divan i¢in “her nazar” ve “geh geh” ikili

kelime grubu biiyiik derecede dnem teskil etmistir.

Tablo 43. Fuzuli Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
fuzuli ciger terk dag

tig giin goniil vehm
izhar ask ahval meger
mikdar tig mutlak sarabi
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Fuzuli Divani i¢in Tablo 43°de gosterilen 6nemli kelimelere gore “ciger”, “terk” ve

“dag” kelimeleri olumlu yonde en belirleyici kelimelerdir. Ote yandan bu divan icin higbir

tamlama biiyiik derecede 6nem teskil etmemistir.

Tablo 44. Nedim Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
nedim ser sadir dil ber
bad kilk asaf gerden
hamdillah leb riz habib pay

dil kes fasl guse diikan
diistur tig gurre ruy

% 66

Tablo 44’de gosterilen Nedim Divani i¢cin dnemli kelimelere gore “ser”, “sadir” ve

“bad” olumlu yonde en belirleyici kelimelerdir. Ote yandan “dil ber” ve “leb riz” ikili kelime

gruplar1 biiyiik derecede 6nem teskil etmistir.

Tablo 45. Seyh Galip Divan1 Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
galib suhan hos ehl
sule cesm hazret sirr
kuse gonce hun mahtab
ates gevher zehir sems
tig tar tavir harim
suzis giiruh

Tablo 45°de gosterildigi lizere Seyh Galip Divani toplam 22 6nemli kelime ile en fazla

onemli kelimeye sahip divan olmustur. S6z konusu 6nemli kelimeler igerisinden “suhan”,

“hos” ve “ehl” olumlu yonde en belirleyici kelimeler olarak tespit edilmistir. Ote yandan

Seyh Galip Divani i¢in hi¢bir kelime grubu biiyiik derecede dnem teskil etmemistir.
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Tablo 46. Zati Divani Onemli Kelime Listesi

Kelime Kelime Kelime Kelime
zati cerh padseh feth
asman sevkle aftab kalb
sultan siileyman taht kasr server
padsah lamekan ars hilal
lutf rifat subhdem

Calisma kapsaminda incelenen son divan olan Zati Divant’na ait 6nemli kelimeler
Tablo 46’da gosterilmistir. S6z konusu dnemli kelimelere gore “cerh”, “padseh” ve “feth”
kelimeleri olumlu ydnde en belirleyici kelimelerdir. Ote yandan bu divan igin “sultan

siileyman” ikili kelime grubu biiyiik derecede 6nem teskil etmistir.



4.SONUCLAR VE ONERILER

Bu calisma ile divan edebiyatinda kelime odakli bir metin smiflandirma ¢aligmasi
gerceklestirilmistir. Bagka bir ifade ile divan edebiyati eserlerine iligkin yazar tanima sistemi
kurulmustur. Bu sistem kullanilarak modele girdi olarak yeni bir eser dahil edildiginde ilgili
eserin yazarmna iligkin istatistiksel bir tahmin gerceklesmektedir. Yapilan analizler
neticesinde kurulan model %91,45 dogruluk ve %90,23 f-6l¢iitii degerleriyle tahmin
gerceklestirmistir.

Sair tanima islemi diginda gerceklestirilen analizler neticesinde ¢aligma kapsaminda
arastirilan 25 sair i¢in ayirt edici kelimeler tespit edilmistir. Divan Edebiyat1 a¢isindan sairin
karakteristigini gosteren bu kelimeler oldukca dnem teskil etmektedir.

Sair belirleme isleminde sairin kendi ismi ya da isminden tiiretilmis kelimeler se¢imi
olumlu yonde etkileyen istisnai bir durum olmustur. Bu sebepten soz konusu veriler ¢ikarilip
bir calisma gerceklestirilmis olup %83,17 dogruluk ve %79,60 f-Olgiitii degerlerine
ulagilmistir. Buradan yola ¢ikarak sair isimlerinin ¢ikarilmasinin modelin basarisini olumsuz
etkiledigi sonucuna varilabilir. Ancak tahmin edilecek yeni siirler de sairin ismini
icerebildiginden bu degerler modelden ¢ikarilmamaigtir.

Bu calismada kelime odakli yaklagim ile divan edebiyati eserleri i¢in metin
siiflandirma isleminin basarili sonuclar verdigi gosterilmistir. ilerleyen siirecte yeni
ozellikler ve yaratict diislinceler ile bu konuyu gelistirecek ¢ok sayida c¢aligmanin
yapilabilecegi ongoriilmektedir.

Ileride igerisinde aruz vezni, kafiye, redif, uyak, beyitteki sesli ve sessiz harf sayilari,
beyitin uzunlugu ve eserdeki toplam beyit sayisi, kullanilan tamlama sayis1 gibi farkl 6zellik
vektorlerini barindiran ¢alismalarin yapilmasi konu i¢in ¢ok faydali olacaktir. Bu sayede
kurulacak yeni modellerle daha basarili tahminlerin yapilabilecegi dngodriilmektedir. Ustelik
bu o6zellikler vektorlerinin ayri ayri incelenmesi neticesinde divan edebiyata iligkin
onceden bilinmeyen baz1 yeni yapisal 6zelliklerin de kesfedilebilecegi diisiiniilmektedir.

Divan edebiyatini biitlinliyle kapsayacak bir ¢alisma icin literatiirdeki biitiin divan
sairlerinin eserlerini iceren bir c¢alisma gergeklestirilebilir. Gergeklestirilecek yeni
calismayla divan edebiyatinin temel 6gelerini igeren bir kelime vektorii hazirlanarak bir
eserin divan edebiyatina ait olup olmadigi kontrol edilebilir. Kontrol saglandiktan sonra sair

tanima disinda eserlerin bolge, donem ve tiir belirleme iglemlerine ait caligmalar yapilabilir.
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Ileride gerceklestirilecek bir calismayla elde edilen ¢iktilarin boyutlarmi indirgemek
ve ayirt edici ¢iktilar tespit edebilmek i¢in &znitelik secimi gergeklestirilebilir. Ileriye ve
geriye dogru secilim yontemleri kullanilarak 6znitelik se¢imi denenmis olsa da kullanilan
bilgisayarlarin donanim eksikliginden otiirii analizler tamamlanamamustir.

Calisma kapsaminda kullanilan siniflandirma yontemleri disinda YSA, Lojistik
Regresyon, Diskriminant Analizi gibi farkli algoritmalar kullanilarak basari oranlar1 test
edilebilir. Ayrica metin madenciligi ¢aligmalarinda basarili agirliklandirma ydntemi olan

Okapi BM25 yontemi kullanilabilir.
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6. EKLER

Ek 1. XML Ciktis1

<?xml version="1.0" encoding="UTF-8" standalone="no"?>
<process version="5.3.015">
<context>
<input/>
<output/>
<macros/>
</context>
<operator activated="true" class="process" compatibility="5.3.015" expanded="true"
name="Process">
<parameter key="encoding" value="UTF-8"/>
<process expanded="true">
<operator activated="true" class="set macros" compatibility="5.3.015"
expanded="true" height="60" name="Set Macros" width="90" x="112" y="30">
<list key="macros">
<parameter key="path" value="D:\belgeler\akademik\yuksektez\data\"/>
</list>
</operator>
<operator activated="true" class="read csv" compatibility="5.3.015" expanded="true"
height="60" name="Read Data" width="90" x="112" y="165">
<parameter key="csv_file" value="% {path}\divan.csv"/>
<parameter key="first row_as names" value="false"/>
<list key="annotations">
<parameter key="0" value="Name"/>
</list>
<parameter key="locale" value="Turkish (Turkey)"/>
<parameter key="encoding" value="UTF-8"/>
<list key="data_set meta data_information">
<parameter key="0" value="yazar.true.text.label"/>
<parameter key="1" value="eser.true.text.attribute"/>
</list>
</operator>
<operator activated="true" class="text:process_document from data"
compatibility="5.3.002" expanded="true" height="76" name="Process Documents from
Data" width="90" x="313" y="165">
<parameter key="keep text" value="true"/>
<parameter key="prune method" value="absolute"/>
<parameter key="prune above percent" value="100.0"/>
<parameter key="prune below absolute" value="10"/>
<parameter key="prune above absolute" value="10000"/>
<list key="specify weights"/>
<process expanded="true">
<operator activated="true" class="text:replace tokens" compatibility="5.3.002"
expanded="true" height="60" name="Replace Tokens (3)" width="90" x="112" y="30">
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Ek 1. XML Ciktist’nin devami

<list key="replace dictionary">
<parameter key="1" value="1"/>
<parameter key="1" value="1"/>
</list>
</operator>
<operator activated="true" class="text:transform cases" compatibility="5.3.002"
expanded="true" height="60" name="Transform Cases (3)" width="90" x="313" y="30"/>
<operator  activated="true" class="text:tokenize" compatibility="5.3.002"
expanded="true" height="60" name="Tokenize" width="90" x="514" y="30"/>
<operator activated="true" class="text:filter by length" compatibility="5.3.002"
expanded="true" height="60" name="Filter Tokens (by Length)" width="90" x="715"
y="30">
<parameter key="min_chars" value="3"/>
<parameter key="max_chars" value="10000"/>
</operator>
<operator activated="true" class="text:generate n grams terms"
compatibility="5.3.002" expanded="true" height="60" name="Generate n-Grams (Terms)"
width="90" x="916" y="30"/>
<connect from port="document" to_op="Replace Tokens (3)" to_port="document"/>
<connect from_op="Replace Tokens (3)" from_ port="document" to_op="Transform
Cases (3)" to_port="document"/>
<connect from op="Transform Cases (3)" from_port="document" to_op="Tokenize"
to_port="document"/>
<connect from op="Tokenize" from port="document" to op="Filter Tokens (by
Length)" to_port="document"/>
<connect from op="Filter Tokens (by Length)" from port="document"
to_op="Generate n-Grams (Terms)" to_port="document"/>
<connect from op="Generate n-Grams (Terms)" from port="document"
to_port="document 1"/>
<portSpacing port="source document" spacing="0"/>
<portSpacing port="sink document 1" spacing="0"/>
<portSpacing port="sink document 2" spacing="0"/>
</process>
</operator>
<operator activated="true" class="store" compatibility="5.3.015" expanded="true"
height="60" name="Store Word List" width="90" x="514" y="300">
<parameter key="repository entry" value="Word list"/>
</operator>
<operator activated="true" class="x_validation" compatibility="5.3.015"
expanded="true" height="112" name="Validation" width="90" x="514" y="120">
<process expanded="true">
<operator activated="true" class="polynomial by binomial classification"
compatibility="5.3.015" expanded="true" height="76" name="Polynominal by Binominal
Classification" width="90" x="179" y="120">
<process expanded="true">
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Ek 1. XML Ciktist’nin devami

<operator activated="true" class="support vector machine" compatibility="5.3.015"
expanded="true" height="112" name="SVM" width="90" x="447" y="165"/>
<connect from port="training set" to_op="SVM" to_port="training set"/>
<connect from_op="SVM" from port="model" to_port="model"/>
<portSpacing port="source training set" spacing="0"/>
<portSpacing port="sink model" spacing="0"/>
</process>
</operator>
<connect from port="training" to_op="Polynominal by Binominal Classification"
to_port="training set"/>
<connect from_op="Polynominal by Binominal Classification" from port="model"
to_port="model"/>
<portSpacing port="source training" spacing="0"/>
<portSpacing port="sink model" spacing="0"/>
<portSpacing port="sink through 1" spacing="0"/>

</process>
<process expanded="true">
<operator  activated="true" class="apply model" compatibility="5.3.015"

expanded="true" height="76" name="Apply Model" width="90" x="45" y="30">
<list key="application parameters"/>
<parameter key="create_view" value="true"/>
</operator>
<operator activated="true" class="performance_classification"
compatibility="5.3.015" expanded="true" height="76" name="Performance" width="90"
x="180" y="30">
<parameter key="kappa" value="true"/>
<parameter key="weighted mean recall" value="true"/>
<parameter key="weighted mean_ precision" value="true"/>
<parameter key="correlation" value="true"/>
<list key="class_weights"/>
</operator>
<connect from_port="model" to_op="Apply Model" to_port="model"/>
<connect from port="test set" to_op="Apply Model" to_port="unlabelled data"/>
<connect from op="Apply Model" from port="labelled data" to op="Performance"
to_port="labelled data"/>
<connect from op="Performance" from port="performance" to port="averagable

1"/>
<portSpacing port="source model" spacing="0"/>
<portSpacing port="source test set" spacing="0"/>
<portSpacing port="source through 1" spacing="0"/>
<portSpacing port="sink averagable 1" spacing="0"/>
<portSpacing port="sink averagable 2" spacing="0"/>
</process>
</operator>

<operator activated="true" class="multiply" compatibility="5.3.015" expanded="true"
height="94" name="Multiply" width="90" x="715" y="210"/>
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Ek 1. XML Ciktist’nin devami

<operator activated="true" class="store" compatibility="5.3.015" expanded="true"
height="60" name="Store Performance" width="90" x="849" y="345">
<parameter key="repository entry" value="Performance"/>

</operator>

<operator activated="true" class="store" compatibility="5.3.015" expanded="true"
height="60" name="Store Model" width="90" x="648" y="30">

<parameter key="repository entry" value="Model"/>

</operator>

<connect from op="Read Data" from port="output" to_op="Process Documents from
Data" to_port="example set"/>

<connect from op="Process Documents from Data" from port="example set"
to_op="Validation" to_port="training"/>

<connect from op="Process Documents from Data" from port="word list"
to_op="Store Word List" to_port="input"/>

<connect from op="Validation" from port="model" to op="Store = Model"
to_port="input"/>

<connect from op="Validation" from port="training" to_port="result 1"/>

<connect from op="Validation" from port="averagable 1" to_op="Multiply"
to_port="input"/>

<connect from op="Multiply" from port="output 1" to_port="result 2"/>

<connect from op="Multiply" from port="output 2" to op="Store Performance"
to_port="input"/>

<portSpacing port="source input 1" spacing="0"/>

<portSpacing port="sink result 1" spacing="0"/>

<portSpacing port="sink result 2" spacing="0"/>

<portSpacing port="sink result 3" spacing="0"/>

</process>
</operator>

</process>
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yilinda mezun oldum. Yine ayn1 y1l bagladigim Bagskent Universitesi Fen Edebiyat Fakiiltesi
Istatistik ve Bilgisayar Bilimleri Béliimiindeki lisans egitimimi %100 burslu olarak 2008
yilinda tamamladim. 2009 yili Mayis ayinda Igdir il Jandarma Komutanligi'nda zorunlu
askerlik gérevimi yerine getirdim. 2009 yilinda ikinci iiniversite olarak bagladigim Anadolu
Universitesi, A¢ikdgretim Fakiiltesi, Iktisat Béliimiinden 2015 yilinda mezun oldum. Ayn1
siirecte 2012 yilinda Karadeniz Teknik Universitesi, Fen Bilimleri Enstitiisii, Istatistik
Boliimii Yiiksek Lisans Programina kabul edildim ve halen burada 6§renim hayatima devam
etmekteyim. 2010 yili Kasim aymda TUIK Uzman Yardimcisi olarak basladigim gérevimi,
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